
		
			[image: Cover image]
		

	
    
      
        
          	
          	
        

        
          	
        

        
          	
            [ Papers ]
          
        

        
          	Journal of the Korean Society of Manufacturing Technology Engineers - Vol. 35, No. 3, pp.176-181
        

        
          	ISSN: 2508-5107			
					(Online)
				
        

        
          	Print  publication date  15 Jun 2026

        

        
          	Received  23 Apr 2026
Revised  31 May 2026
Accepted  04 Jun 2026

        

        
          	
            KSMTE_2026_v35n3_176

            DOI: 
            https://doi.org/10.7735/ksmte.2026.35.3.176
          
        

        
          	
            다항특성 릿지 회귀를 이용한 316L 스텐레스강의 고온 유동응력 예측
          
        

        
          	
            
              
                Shin-Hyung Song
                a
                
                  
                    , 
                    *
                  
                
              
            

          
        

        
          	aDepartment of Smart Automobile, Soonchunhyang University

        

        
          	
            Prediction of High-Temperature Flow Stress of 316L Stainless Steel Using Ridge Regression with Polynomial Features
          
        

        
          	
            
              
                송신형
                a
                
                  
                    , 
                    *
                  
                
              
            

          
        

        
          	
        

        
          	
            Correspondence to: *Tel.: +82-41-530-4987 E-mail address:  neuro2@sch.ac.kr (Shin-Hyung Song).

          
        

        
          	
        

        
          	
            

            

          
        

      

      
        
          	
          	
        

      

      
        
          
            초록
          
        

        
          In this paper, a model for predicting the high-temperature flow stress of 316L stainless steel using a ridge regression algorithm enhanced with polynomial features is presented. Data were obtained from high-temperature tensile tests of 316L stainless steel at temperatures of 800°C, 900°C, and 1,000°C, with strain rates of 0.0002/s, 0.002/s, and 0.02/s. Initially, flow stress prediction using ridge regression alone was inadequate. The model was then improved by incorporating third-degree polynomial features. The modified ridge regression algorithm with polynomial features demonstrated excellent prediction accuracy. After analysis, a comparative study was conducted between the standard ridge regression and the modified algorithm with polynomial features, evaluating prediction accuracy and the distribution of predicted values.
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      1. 서 론
      금속재료의 열간성형 공정의 최적화 및 유한요소해석의 기초가 되는 유동응력 예측모델의 개발은 매우 중요하다. 전통적으로 이러한 유동응력 예측모델은 구성방정식의 형태로 개발되는데 이는 금속의 고온변형의 온도, 변형률속도, 변형률 등의 공정변수와 유동응력의 관계를 함수로 표현한 것이다.

      이러한 전통적 형태의 구성방정식들은 지금까지 다양한 모델이 개발되어 많은 재료의 고온 변형에 성공적으로 적용되었다. 하지만 전통적 구성방정식들은 입력변수와 출력변수 간의 관계를 선형적으로 표현하는 것이 보통이기 때문에 실제로는 비선형적인 형태로 존재하는 이들 변수들 간의 관계를 선형의 회귀식으로 표현하는데 있어 응력 예측의 정확도에 한계를 보이는 실정이다.

      이에 따라, 다양한 재료의 고온변형 유동응력의 모델링에 머신러닝 알고리즘을 적용하여 기존 방식의 한계를 극복하려는 연구가 활발하다. 이들 머신러닝 알고리즘들은 전통적 구성방정식과 비교하여 모델의 개발이 용이한 경우가 많으며 비선형적인 변수들간의 관계를 비교적 효과적으로 모델링할 수 있다는 장점을 가진 것으로 알려져 있다. 이러한 머신러닝 알고리즘은 다양한 알고리즘이 고온변형 응력의 모델링에 적용되고 있는데 대표적인 예로는 인공신경망[1-5] 및 서포트벡터머신[2, 6-8]이 있다.

      이러한 다양한 머신러닝 알고리즘들은 일반적으로 매우 뛰어난 예측 성능을 보이는 것으로 나타났지만 이들 중 통계학 및 머신러닝 분야에서 많이 쓰이는 릿지 회귀(ridge regression) 알고리즘은 고온 변형의 응력 모델링에서는 뒤쳐지는 예측성능을 보이는 것으로 알려져 있다[9].

      이는 릿지 회귀 알고리즘이 보통의 전통적 구성방정식과 같은 선형의 회귀식을 사용하고 있으며 이러한 특성 때문에 앞서 기술한대로 변수들 간의 비선형적 특성이 강한 고온 변형 유동응력의 변화를 모델링하는데는 한계를 보일 수 있기 때문이다.

      그럼에도 불구하고 릿지 회귀 알고리즘은 적용이 매우 간편하고 연산시간이 짧은 알고리즘에 속하기 때문에 여전히 큰 이점을 가지고 있으며 약간의 수정을 통하여 예측의 정확도를 높이는 연구를 계속할 필요가 있다고 생각된다. 이에 따라 본 연구에서는 릿지 회귀에 추가요소를 더하여 그 전통적 형태의 알고리즘의 성능을 향상시키기 위한 연구를 수행하였다. 이를 위하여 본 연구에서는 전통적 릿지 회귀 알고리즘에 다항 특성(polynomial features)을 부여하여 약간의 변형된 모델을 개발하고 이것의 예측성능을 전통적 릿지 회귀의 예측성능과 비교하였다. 이를 위하여 각종 예측 오차들을 계산하여 비교분석하였으며 예측값들 및 오차의 분포를 탐구하여 비교분석하는 연구를 수행하였다. 본 연구의 수행을 위한 고온변형 실험데이터로는 저자의 이전 연구[2]에서 사용된 316L 스텐레스강의 고온 변형 데이터를 사용하였는데 구체적으로 0.0002/s, 0.002/s 및 0.02/s의 변형률속도와 800oC, 900oC 및 1000oC의 온도에서의 고온변형 실험데이터이다.

    

    

  
    
      2. 유동응력 모델링
      
        2.1 Ridge regression
        먼저, 전통적 선형 회귀식은 학습데이터 한 개에 대하여 아래와 같이 정의할 수 있다.
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        여기에서 y^는 회귀식의 예측값, w1,w2,⋯,wp는 회귀식의 계수(가중치), x1,x2,⋯,xp는 입력변수, b는 편향(bias)이다. P는 학습데이터 한 개가 가진 입력변수의 개수이다. 본 연구의 기본 모델에서는 온도(T), 변형률속도, 변형률의 3가지 입력변수를 사용하므로, 식 (1)의 P는 3이 된다.

        만약 모델의 학습 상황 등에서 여러 개의 학습데이터가 존재한다면 이 중 i번째 학습데이터에 대한 회귀식은 다시 아래와 같이 쓸 수 있다.
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        이 회귀식의 계수 및 편향을 구하기 위한 목적함수는 아래와 같다.
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        여기에서 yi는 i번째 실제 실험데이터, yl^는 식 (2)에서 정의된 i번째 학습데이터의 입력에 대한 예측값이며 이 목적함수 J를 최소화하는 것으로 회귀식의 계수와 편향을 구할 수 있게 된다.

        하지만 이러한 전통적 최소제곱법에 의한 방식은 수치적으로 불안정할 수 있으며 또한 추정된 선형 회귀식의 계수의 크기가 불필요하게 증가하여 학습데이터는 잘 예측하나 새로운 데이터에 대한 예측은 그렇지 못한 과적합(overfitting) 문제가 발생할 수 있다.

        이에 따라 Hoerl 및 Kennard[10,11]은 목적함수의 계수의 크기를 인위적으로 규제하는 식을 제안하였다. 이는 식 (3)의 목적함수에 계수 w의 크기를 규제하는 항 α|w|2을 추가한 것이며 다시 말하여 계수 w의 L2-norm의 제곱에 α를 곱한 것을 더한 것인데 이에 따라 수정된 목적함수는 아래와 같이 된다.
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        그리고 이렇게 새로운 목적함수를 이용하여 회귀식을 구하는 방식을 릿지 회귀(ridge regression)라 한다.

        여기에서 α(α ≥ 0)는 하이퍼파라미터이며 규제의 강도를 조절하는데 계수 w의 절댓값은 적절한 α값에 따라 줄어들어 모델의 과적합 위험은 완화된다.

        본 연구의 릿지 회귀 모델링에서는 탐구 대상 데이터 영역을 변형률 값이 약 0.045인 점에서부터 약 0.405인 점까지 0.04씩의 증분을 가진 점들로 하였으며 각 곡선마다 10개씩의 점들이 존재하므로 9개의 곡선에서 총 90개의 점들을 학습용 데이터로 사용하였다.

        또한 α값은 최적화 연산 후 13.049로 결정하였으며 학습용 입력변수 데이터들은 릿지 회귀의 계산절차에 따라 표준화(standardization)되었다.

        Fig. 1은 개발된 릿지 회귀 모델로 예측한 유동응력과 실험데이터를 (a) 800oC (b) 900oC 및 (c) 1000oC에서 각각 점들과 곡선으로 나타낸 것이다. 각기 다른 변형률 속도의 예측값들은 다른 색의 점들로 표시되었다.

        
          
          

          Fig. 1 
				
          

          
            Experiments vs predicted values by ridge regression for (a) 800oC (b) 900oC (c) 1000oC
          
          

          

        

        실험값으로 측정한 유동응력은 온도 및 변형률 속도에 매우 민감한 것으로 나타난다. 예측 결과 릿지 회귀는 예측 성능이 좋지 않으며 대부분의 온도, 변형률 속도에서 좋지 않은 성능을 보이는 것으로 나타났다. 이러한 결과는 이전의 연구[9]와 비슷한 결과로서 릿지회귀 알고리즘의 성능을 보다 향상시킬 필요성을 알 수 있게 한다.

      

      
        2.2 Ridge regression with polynomial features
        앞서 기술한 것과 같이 전통적 회귀 및 릿지 회귀는 그 회귀식의 형태가 선형인데 이점에서 예측성능에 근본적인 한계를 보인다. 본 연구에서도 실험데이터의 입력, 출력 변수들 간의 관계는 매우 밀접하며 비선형적인데 기존 회귀 방식의 한계를 극복하기 위하여 본 연구에서는 전통적 형태의 릿지 회귀 알고리즘에 다항 특성(polynomial features)를 더하였다.

        다항특성을 더하는 방식은 구체적으로 기존 입력변수들의 거듭제곱항과 교차항들을 새로이 추가하여 입력변수의 개수를 늘리는 것이다. 이러한 방식은 기존 모델의 예측능력을 향상시키기 위하여 다양한 분야에서 쓰이는 방식이다. 본 연구에서는 3차까지의 항들을 변수에 추가하였으며 입력변수의 개수를 기존 3개에서 총 19개로 늘려서 예측모델을 개발하였다. 그 입력변수들은 구체적으로 아래의 Table 1에 표시한 것과 같다.
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        이러한 방식은 기존의 세 입력변수인 T,ϵ˙,ϵ 이외에도 추가 입력변수를 인위적으로 만들어 학습시킴으로써 모델이 입력변수와 출력변수의 비선형적 관계를 표현할 수 있게 한다.

        Fig. 2는 이러한 다항특성이 추가된 새로운 릿지 회귀 알고리즘으로 예측한 유동응력 값들을 실험데이터와 함께 (a) 800oC, (b) 900oC 및 (c) 1000oC에서 각각 점과 곡선으로 나타낸 것이다.

        
          
          

          Fig. 2 
				
          

          
            Experiments vs predicted values by ridge regression with polynomial features for (a) 800oC (b) 900oC (c) 1000oC
          
          

          

        

        그림을 보면 새로 개발된 모델의 예측 정확도는 매우 뛰어남을 알 수 있다. 800oC의 온도 및 0.0002/s의 변형률 속도에서의 값들과 1000°C의 온도 및 0.002/s의 변형률 속도에서의 값들을 제외하면 대부분의 온도 및 변형률 속도에서 예측값과 실험데이터가 거의 일치한다. 새로 개발된 모델의 예측값들은 MAE가 1.946 MPa, MSE는 10.555, RMSE는 3.249 MPa이었으며 MAPE는 1.44%인 것으로 나타났다.

      

    

    

  
    
      3. 비교분석
      전통적 릿지 회귀와 다항특성 릿지 회귀의 예측 성능을 비교분석하기 위하여 각 알고리즘의 오차들을 Table 2에 표시하였다. 모든 종류의 오차에 대하여 큰 폭의 향상이 이루졌음을 알 수 있다. 특히 R2값도 0.9227에서 0.9980으로 대폭 향상되었음을 알 수 있다.

      
        Table 2 
				
        

        
          Comparison of errors
        
        

      

      
        
          
            	
            	Ridge
            	Ridge + Poly
          

        
        
          	MAE
          	16.151 MPa
          	1.946 MPa
        

        
          	MSE
          	408.054
          	10.555
        

        
          	RMSE
          	20.200 MPa
          	3.249 MPa
        

        
          	MAPE
          	13.62%
          	1.44%
        

        
          	R2
          	0.9227
          	0.9980
        

      

      

      예측 정확도의 향상은 Fig. 3에 그린 산포도(scatter plot)에서도 한 눈에 알 수 있다. 릿지 회귀에서는 예측 데이터와 완벽예측선이 서로 매우 다르게 분포하고 있음을 알 수 있는 반면 다항식 릿지 회귀에서는 대부분의 예측 데이터의 분포가 완벽예측선과 거의 부합하고 있음을 알 수 있다.

      
        
        

        Fig. 3 
				
        

        
          Scatter plots for (a) ridge regression (b) ridge regression with polynomial features
        
        

        

      

      예측한 데이터들의 오차분포를 보기 위하여 Fig. 4에 상대백분율 오차(relative percentage error) 히스토그램 그래프를 표시하였다. Fig. 4(a)에 표시한 릿지 회귀의 경우 오차의 평균은 -0.773%, 표준편차는 18.392%였으며 Fig. 4(b)에 표시한 다항특성 릿지 회귀의 오차는 평균이 0.027% 이며 표준편차는 2.281%였다. 릿지 회귀의 경우 오차의 분포 범위가 넓은 것을 알 수 있는데 전체적인 오차의 분포 역시 매우 불규칙하다. 반면에 새로운 모델인 다항특성 릿지 회귀의 경우 오차는 비교적 좁은 범위에 분포하고 있으며 릿지 회귀에 비하여 오차분포가 비교적 대칭적이다. 따라서 새로운 모델은 예측의 정확도가 높으며 오차분포가 비교적 신뢰성 있는 형태인 것을 알 수 있다.

      
        
        

        Fig. 4 
				
        

        
          Histogram plots for (a) ridge regression (b) ridge regression with polynomial features
        
        

        

      

      오차의 온도 및 변형률 속도 별 분포를 알기 위하여 MSE를 택하여 그 heatmap을 Fig. 5에 표시하였다. Fig. 5(a)는 릿지 회귀, Fig. 5(b)는 다항특성 릿지 회귀의 heatmap이다. 두 알고리즘 전부 800oC의 온도 및 0.0002/s의 변형률 속도에서 오차가 크게 발생한다는 공통점을 보인다. 이 영역에서 나타나는 가공경화나 동적 재결정 등의 현상은 물리적으로 전위밀도나 저장 에너지의 증가 등의 요인들과의 강한 비선형적 인과관계로 일어나는 현상인데 이 때 제한된 입력변수들의 선형적 결합으로 이루어진 릿지 회귀 모델로 유동응력을 예측하는 것은 뚜렷한 한계가 있어 보이며 다항특성 릿지 회귀 모델 역시 어느 정도의 향상은 있었으나 여전한 한계가 존재하는 것으로 보인다. 대체로 오차는 모든 온도와 변형률 속도에서 다항특성 릿지 회귀가 적은 것을 알 수 있다.

      
        
        

        Fig. 5 
				
        

        
          Heatmap plots for (a) ridge regression (b) ridge regression with polynomial features
        
        

        

      

    

    

  
    
      4. 결 론
      본 연구에서는 316L 스텐레스 합금의 고온 변형 시 유동응력의 변화를 릿지 회귀(ridge regression) 및 다항특성 릿지 회귀(ridge regression with polynomial features)로 모델링하여 예측의 정확도 및 오차의 분포를 관찰하였다.

      릿지 회귀는 입력변수와 출력변수의 비선형적 관계가 강한 본 연구의 고온 변형 데이터에는 매우 저조한 예측성능을 보였는데 다항특성이 결합된 새로운 릿지 회귀 모델의 정확도는 매우 크게 향상되었다.

      본 연구에서와 같이 릿지 회귀에 다항특성을 더하는 방식에서는 입력변수가 3개에서 19개로 늘어나며 이렇게 하여 입력변수들과 출력변수들의 비선형적 관계를 표현할 수 있게 되는데 이것이 고온 변형의 실제 물리적 현상을 더 잘 반영하는 것인지 여부는 별도의 논의가 필요하다고 생각된다.

      또 이렇게 입력변수를 인위적으로 늘리는 방식에서는 다항 변수의 차수를 지금의 3차에서 더욱 늘리면 입력변수가 현재의 19개에서 크게 증가하는데 이렇게 하면 모델의 연산자원 소모가 커질 수 있다고 생각된다.

      또한 입력변수의 개수가 늘어나고 학습데이터의 양이 많아지면 간단한 적용과 빠른 연산이라는 장점을 가진 릿지 회귀 모델에 약간의 수정만으로 뛰어난 예측결과를 얻는다는 본래의 취지를 잃게 될 수 있다.

      다만, 본 연구와 같은 고온 변형 유동응력의 예측 연구분야에 있어서는 입력변수가 불과 수 개 정도에 불과하며 데이터의 규모도 수 백 개 정도가 보통이므로 적용이 간편하며 연산자원 소모가 적은 릿지 회귀 알고리즘을 약간 변경 및 적용하여 높은 정확도의 예측결과를 얻는 것은 충분히 의미가 있다고 생각된다.
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