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1. 서 론
소리를 듣고 인식하는 방법은 공기전도와 골전도 방식으로 분류

할 수 있다[1]. 공기전도는 일반적으로 사람이 소리를 듣는 방식으

로, 공기를 타고 외이에 도달한 진동이 중이에 위치한 고막을 진동

시키면서 내이의 달팽이관에서 전기에너지로 변환된 후 뇌로 전

달되는 과정을 거치게 된다[2]. 골전도의 경우, 진동이 중이의 고막

을 거치지 않고 뼈와 근육을 통해서 바로 내이에 전달된다는 점에

서 차이를 보인다[3]. 공기전도 마이크는 인식률이 높아 다양한 음

성 기반 서비스에 활용되고 있지만[4], 다양한 외부 방해 요소를 

함께 인식한다는 한계점이 있다. 예로, 주변의 대화 내용에 의하여 

혼선을 야기하거나 큰 소음에 묻혀 사용자의 발언을 정확히 인식

하지 못하는 점을 고려해볼 수 있다. 골전도 마이크의 경우 신체에 

접촉된 면으로부터 소리 정보를 수집하기 때문에 착용 상태에 따
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라 명료도가 달라질 수 있지만[5], 사용자의 목소리만을 녹음할 수 

있어 외부의 방해 요소로부터 자유롭다는 이점을 보인다.
현재 시중 판매되고 있는 이어폰은 공기전도 마이크를 탑재하고 

있으며, 골전도 헤드폰 역시 스피커만 골전도 기반일 뿐 마이크는 

공기전도 방식을 사용하고 있다. 앞서 언급한 공기전도의 마이크가 

지닌 한계점을 극복하기 위하여 골전도 음성 신호를 활용한 사례가 

존재하기는 하지만, 골전도 음성 신호를 바탕으로 공기전도 음성 

신호를 개선하는 방향으로 알고리즘이 개발되고 있어[6] 골전도 음

성 신호의 단독 활용은 아직 연구가 부족하다. 또한, 해당 알고리즘

은 노이즈를 효과적으로 제거할 수는 있지만, 공기전도 신호와 골전

도 신호의 특징 불일치 때문에 잔여 잡음 신호를 발생시켜 오히려 

명료도를 저하시킬 수 있다는 문제점이 존재한다[7].
딥러닝 기술의 발전에 따라 골전도 음성 신호의 단독 활용을 

시도한 연구가 등장하게 되었는데, Venkata Subbaiah Putta 등
에 따르면 조용한 환경에서 인도의 타밀어 단어로 녹음된 공기전

도 음성 신호와 골전도 음성 신호를 3가지 딥러닝 모델로 학습시

켰더니 다섯 가지 단어를 잘 구별할 수 있었다고 한다[8]. 그러나 

해당 연구에서 사용된 MEMS 음향 센서는 외부의 박수 소리에 

반응할 정도로 민감하기 때문에 완벽하게 사용자의 목소리만 인

식할 수 있는 골전도 마이크라고 보기에는 어려움이 있으며, 큰 

기판에 탑재된 센서의 구조는 제품화하기에는 적합하지 않은 형

태를 보이고 있다. 따라서 본 연구에서는 시끄러운 환경에서 사

용자의 목소리만을 인식하는 골전도 마이크를 선별하고, 골전도 

음성 신호를 공기전도 음성 신호에 매칭시켜 구축한 데이터베이

스에 실제 골전도 이어폰과 유사한 형태 조건에서 추출된 골전도 

음성 신호를 입력할 경우 단어를 잘 구별할 수 있는지 확인하고

자 하였다.
자동 음성 인식(ASR, automatic speech recognition)은 다양한 

딥러닝 기술을 사용하여 음성 신호를 글자로 변환하는 기술이다. 
LSTM (long short-term memory) 모델은 순환 신경망(RNN, 
recurrent neural network)의 한 유형으로, 순차 데이터에서 장거

리 의존성을 파악하는 데에 특화되어 있어 음성의 시간적 측면을 

모델링하는 데에 적합하다[9]. LSTM은 시간이 지남에 따라서 정보

를 기억하고 잊어버리는 과정을 반복하기 때문에 음성 인식 과정 

중 문맥을 파악하는 데에 도움이 되기도 한다. 이미지 처리 기술로 

널리 알려져 있는 CNN (convolutional neural networks) 모델의 

경우 오디오에서의 파형(waveform)과 스펙트로그램(spectrogram)
로부터 관련 패턴과 계층 구조 특징을 추출할 수 있다. 스펙트럼 

특징과 시간적 특징 모두 추출할 수 있어 자동 음성 인식 기술에서 

종종 활용되고 있다[10]. 마지막으로 CRNN (convolutional 
recurrent neural networks) 모델은 RNN과 CNN의 장점을 결합

한 하이브리드 모델이다[11]. 합성곱 층(convolutional layer)을 통

합하여 오디오 특징으로부터 고차원적 표현형을 추출할 수 있게 

할 뿐만 아니라, 시간 의존성 특징을 캡처하기 위한 순환 층 

(recurrent layer)을 추출할 수 있도록 하기 때문에 다양한 언어가 

공존하는 음성 데이터를 구분하고 텍스트화 하는 데에 특화되어 

있다고 할 수 있다. 이처럼 여러 특성을 지닌 세 가지 딥러닝 모델

을 본 연구에 활용함으로써 골전도 헤드폰 형태로 추출된 골전도 

음성 신호를 딥러닝을 통해 텍스트화 할 수 있는지 검토하고자 하

였다(Fig. 1).
 

2. 실험 방법
2.1 데이터 추출 조건

여러 소음이 존재하는 외부 환경 조건을 구현하기 위하여 스피

커(Creative PEBBLE V2; Creative, 싱가포르)를 책상 위에 배치

하였으며, 구현된 소음의 크기를 파악하기 위하여 실시간 데시벨 

데이터를 소음 측정기(CEM DT95; 찬주테크㈜, 한국)로 확보하

였다. 진동하는 파장 데이터만을 추출할 수 있다고 알려진 압

전 소자 센서(piezoelectric sensor)가 탑재된 콘택트 마이크

(contract microphone) AD-20 (Adeline, 중국)가 외부의 박수 

소리를 녹음할 수 없다는 사실을 파악한 후 헤드폰과 같이 왼쪽과 

오른쪽이 구별되어 있는 스테레오 구조로 작동할 수 있도록 하였

다(Fig. 2). 공기전도 음성 신호의 경우 콘덴서 마이크 LCT440 
Pure (LEWITT, 오스트리아)를 입으로부터 약 10 cm 떨어진 거

리에 배치한 상태로 확보되었으며, 입력값과 출력값이 될 골전도 

Fig. 1 Concise overview of experimental data processing

Fig. 2 Assessing the detection statuses of the signal based on 
specified conditions
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음성 신호와 공기전도 음성 신호를 동시 녹음할 수 있도록 4채널 

오디오 인터페이스(M4; Mark of The Unicorn, 미국)를 사용하였

다. 녹음은 미국 Adobe 사의 Audition 프로그램을 이용하여 진행

하였으며, 17 dB 소리 증폭과 기본 노이즈 제거 효과를 1회 실시

하여 데이터를 정돈하였다. 최종적으로 Fig. 3과 같은 환경 조건에

서 Fig. 4와 같은 구조로 실험이 진행되었다. 
음성 데이터 확보 과정에는 20대 여성 1명과 20대 남성 1명이 

참가하였으며 데이터의 비중은 각 조건 별 50개씩으로 동등하였다. 
먼저, 딥러닝 모델이 단어를 구별할 수 있는지 확인하기 위하여 

두 음절인 영어 단어 apple과 hello를 조건으로 설정하였다. 그리

고 성대가 울리지 않는 무성음은 골전도 음성 신호로 추출할 수 

없다고 하여[12], 무성음이 포함된 hello를 비롯하여 pass를 조건으

로 추가 선정한 후 녹음 및 인식 가능 여부를 검토하였다.

2.2 헤드폰 제작 방안
후두 앞에서 추출한 골전도 음성 신호가 제일 명확하지만[5], 목

을 압박하는 형태는 사용자가 불편함을 느낄 수밖에 없도록 한다. 
또한, 기존의 골전도 헤드폰은 귀에 걸린 채 골전도 스피커가 귀 

앞턱뼈가지(rami) 쪽에 밀착된 형태를 보이고 있기 때문에 골전도 

마이크를 후두 쪽에 배치하는 데에는 어려움이 있다. 따라서 본 

연구에서는 골전도 마이크가 기존의 골전도 헤드폰 같은 구조에서 

역할을 수행할 수 있도록 골전도 마이크 고정 제품을 설계하였다. 
FDM 기반의 3D 프린터(Creator pro 2; Flashforge, 중국)에 

PLA 필라멘트(Ender 1.75 mm PLA; Creality, 중국)를 적용하여 

제품을 제작하였으며, Fig. 5와 같이 골전도 마이크가 잘 고정되었

음을 확인되었다. 이후, 실제 헤드폰이 사용되는 조건에서 골전도 

음성 신호 데이터를 확보하고자 하였기에 휴대용 오디오 인터페이

스(H1n-VP;ZOOM, 일본)에 골전도 마이크를 연결한 후 실외에

서 녹음을 진행하였다 

2.3 딥러닝 모델
구글의 Colaboratory를 사용하여 딥러닝 모델을 설계 및 구

동하였다. 영어 단어 조건 3개에 대해서 공기전도 음성 신호와 

골전도 음성 신호를 100개씩 준비하였으며, 코딩을 통해 각 조

건마다 70개의 데이터가 무작위로 추출되어 입력값과 출력값

을 설정할 수 있도록 하였다. 모든 모델의 학습 횟수(epoch)는 

30번으로 설정되었으며, 남은 30개의 데이터로는 학습 결과를 

검토하여 검증 손실(validation loss)이 0.617미만, 검증 정확

도(validation accuracy)가 97.8% 이상이 되었음을 확인하였

다. 골전도 헤드폰 형태로 조건 당 100개씩 추출된 골전도 음성 

신호는 무작위로 50개씩 추출되어 구축된 데이터베이스에 입력

되었다.
Table 1, 2, 3은 본 연구에서 활용된 LSTM, CNN, CRNN 

모델의 구조를 각각 나타낸 것이다. 세 모델 모두 Librosa 라이브

러리를 활용하여 wav 파일을 불러온 후, 음성 신호의 단기 전력 

스펙트럼을 나타내는 계수인 MFCC[13] 데이터를 추출하여 음성 

인식에 활용하였다. 이때, 확보된 음성 데이터의 길이가 0.8~1.2
초로 상이하여 최댓값인 1.2초를 기준으로 “0”값을 채워 모든 데

이터가 같은 크기를 가질 수 있도록 하였다. 이후, 입력값을 구축

되어있는 LSTM 모델과 CNN 모델에 입력될 수 있는 적합한 형

태로 변환한 후 학습을 각각 시켰다. CRNN 모델의 경우 CNN 
모델이 지닌 특징 추출 기능과 LSTM 모델이 지닌 RNN의 시퀀

싱 모델링 기능을 결합한 구조를 지니었으므로, 입력값을 CNN 
모델에서 사용되는 형태로 변환한 후 학습에 활용되었다.

Fig. 3 Experimental environmental condition

Fig. 4 Experimental apparatus configuration

Fig. 5 Visual representation of the designed product concept and 
realized prototype production outcome. The representation 
was created with BioRender.com
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3. 실험 결과
3.1 콘덴서 마이크와 콘택트 마이크

파형은 시간 경과에 따른 신호의 진폭을 나타내어 음파로 인한 

기압의 변화를 나타내며[14], 스펙트럼 주파수(spectral frequency)
는 오디오 신호에 존재하는 주파수 분포를 나타낸다[15]. 그리고 앞

서 언급된 MFFCC는 화자 식별, 음성 인식 등에 활용된다[13]. 이 

점을 참고하여 지하철 이용 시 발생하는 소리를 스피커를 통해 재

생시켜 실제 소음 환경인 70~80 dB에 노출된 상태[16]에서 공기전

도 음성 신호와 골전도 음성 신호를 동시에 확보한 후 파형, 스펙트

럼 주파수, MFCC를 Fig. 6과 같이 확인하였다. 영어 단어 apple
을 2~3초 간격으로 6번 말한 공기전도 음성 신호의 파형 그래프에

Table 1 Audio classification using an LSTM model with MFCC features
Section Description Main Functions / Components

Import libraries Import necessary libraries for file operations, 
audio processing, ML modeling, etc.

os, random, librosa, numpy, tensorflow, 
matplotlib, seaborn

MFCC extraction Function to extract MFCC features from audio files. librosa.load, librosa.feature.mfcc
Data splitting Split data into training, validation, and test sets. random.seed, random.shuffle
Data loading Mount Google drive, define categories, and load data. google.colab.drive.mount, os.listdir

Data processing Process audio files to extract features and split into sets. extract_mfcc, split_data
Data padding Pad data sequences for uniform input size. numpy.pad

Model building Construct an LSTM model for classification. Sequential, LSTM, Dense
Model compilation Compile the model with loss function and optimizer. model.compile

Model training Train the model on the training data. model.fit
Model evaluation Evaluate the model performance on test data. model.evaluate

Prediction Predict and classify on the test set. model.predict

Table 2 Key functions in building and training a CNN for audio classification. The training, evaluation, and prediction processes 
are excluded for simplicity in the table

Section Description Main Functions / Components

Import libraries Loads essential Python libraries for processing 
and model building.

os, random, librosa, numpy, tensorflow, 
matplotlib.pyplot, sklearn.metrics, seaborn

MFCC extraction Converts audio files into MFCC features for analysis. librosa.load, librosa.feature.mfcc
Data splitting Divides the dataset into training, validation, and test sets. random.shuffle, List slicing

Data loading and processing Loads audio files, extracts features, and prepares dataset. os.listdir, extract_mfcc, split_data
Padding sequences and 

reshaping Ensures uniform data shape for CNN input. np.pad, np.newaxis

Building the CNN model Constructs the neural network 
with convolutional and dense layers.

Sequential, Conv2D, MaxPooling2D, 
Flatten, Dense

Table 3 Comprehensive summary of essential functions and libraries utilized in CRNN model development for audio feature extraction 
and processing. The training, evaluation, and prediction processes are excluded for simplicity in the table

Section Description Main Functions / Components

Libraries import Import necessary Python libraries and modules. os, random, librosa, numpy, tensorflow, 
matplotlib.pyplot, sklearn, seaborn

MFCC extraction Extracts MFCC features from audio files. librosa.load, librosa.feature.mfcc

Data splitting Splits a list of files into training, validation, 
and test sets based on given proportions. random.seed, random.shuffle

Data loading Process and prepare data for the model. os.listdir, os.path.join
Padding sequences Pads the MFCC sequences to ensure uniform length. numpy.pad, numpy.array

Reshaping for CNN input Reshapes data for compatibility with the CNN layers. .reshape

Model building (CRNN) Constructs a model with convolutional (CNN) 
and recurrent (LSTM) layers.

Sequential, Conv2D, MaxPooling2D, 
Reshape, LSTM, Dense

Model compilation Prepares the model for training by setting the 
loss function, optimizer, and metrics. .compile
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서는 0~2초 사이와 2~4초 사이에서 지하철 안내 방송이 함께 인식

된 모습을 관찰할 수 있다. 또한, 공기전도 신호의 스펙트럼 주파

수와 MFCC 결과는 주변의 잡음이 함께 녹음되어 음성 데이터의 

명료도가 크게 저하되었음을 보여준다. 반면, 공기전도 신호에서 

관찰된 지하철 소음이 골전도 신호에서는 전혀 녹음되지 않은 채 

apple의 두 음절만이 명확하게 녹음된 모습을 파형 그래프에서 

확인할 수 있다. 실제로, 골전도 신호의 스펙트럼 주파수와 

MFCC 그래프에서도 음성 신호의 특징이 매우 뚜렷하게 나타났

다. 따라서 골전도 마이크인 콘택트 마이크는 주변의 잡음으로부

터 자유로운 채 음성 신호를 추출할 수 있으므로, 음성 신호 확보 

과정에 있어 공기전도 방식인 콘덴서 마이크보다 더 우수하다고 

판단할 수 있다. 

3.2 단어에 따른 발음 변화
골전도 헤드폰 형태로 만든 골전도 마이크 고정 제품을 이용하

여 야외에서 apple, hello, pass를 모두 잘 녹음할 수 있는지 검토

하였다(Fig. 7). 먼저 apple의 파형에서 ap-ple로 두 음절이 완벽히 

나뉘어진 채 녹음이 된 모습을 관찰할 수 있으며, 스펙트럼 주파수

에서는 발음 /æ/ 앞에 악센트가 들어가 첫 부분이 또렷하게 나타난 

것을 볼 수 있다. 단어 hello에서는 hel-lo로 나누어 살펴볼 수 있

는데, 앞의 /hə/가 강조되고 이어지는 /loʊ/가 약한 소리로 길게 

늘어지는 특징을 보인다. 무성 성문 반찰음인 /h/는 성대의 울림을 

동반하지 않음에도 불구하고[12], 골전도 데이터를 재생시키면 발음 

/h/가 제대로 인식할 수 있을 정도로 들렸기 때문에 골전도 마이크

인 콘택트 마이크는 무성음을 문제없이 녹음할 수 있다는 사실을 

Fig. 6 Differences between the recorded air-conducted and bone-conducted speech signals in a subway noise-exposed environment

Fig. 7 Acoustic properties of three English words (apple, hello, pass) captured utilizing the portable bone conduction microphones



Heeju Song et al.

32

파악할 수 있었다. 단어 pass의 경우, 앞의 /p/ 발음이 짧고 강하게 

나타났다가 점점 작은 소리로 길게 늘어지는 /s/로 끝맺게 된다. 
마찬가지로 성대가 울리지 않는 무성음 /p/와 /s/가 단어 pass의 

경우, 앞의 /p/ 발음이 짧고 강하게 나타났다가 점점 작은 소리로 

길게 늘어지는 /s/로 끝맺게 된다. 마찬가지로 성대가 울리지 않는

무성음 /p/와 /s/가 제대로 녹음이 되었으며, 짧아서 파형에서는 구

별할 수 없었던 hello의 /h/와 달리 pass의 /s/는 길게 발음되어 

충분히 육안으로 식별할 수 있었다. 골전도 마이크는 피부와 접촉

된 면적이 작아질수록 녹음되는 음성 신호의 상태가 매우 달라질 

수 있으므로, 본 연구에서는 왼쪽에서 녹음된 데이터와 오른쪽에

서 녹음된 데이터를 각각 단일 채널 데이터로 변환하여 실효성을 

입증하고자 하였다. 

3.3 딥러닝 모델의 적용 결과
다양한 종류의 딥러닝 모델을 이용하여 조용한 환경에서 동시 

녹음된 골전도 음성 신호를 공기전도 음성 신호에 매칭하였다. 학
습에 동반된 데이터는 70개로, 30개의 데이터로 모델의 일치 확률

을 검사했을 때 LSTM, CNN, CRNN 모델 모두 매우 높은 일치

율을 보였다(Fig. 8). 성별이 다른 참여자가 성량의 크기와 어투를 

조절해가며 녹음을 진행했음에도 불구하고 완벽한 일치율을 보인 

딥러닝 모델은 모두 과적합 상태라고 판별되었다. 딥러닝 모델 특

성상 적합 확률이 과하게 높을 경우 실제 사례에 적용할 시 오차가 

커진다는 문제점이 있다[17]. 이를 감안하여 구축된 딥러닝 모델이 

실제로 잘 활용될 수 있는지 검토하기 위하여, 야외에서 휴대 상태

로 추출된 골전도 데이터 50개씩을 학습된 딥러닝 모델에 입력하

였다. 이때, 학습 과정과 동일하게 검증 과정 역시 100개의 데이터

에서 무작위 추출되었다. 결과적으로 Fig. 9와 같이 LSTM 모델, 
CRNN 모델, CNN 모델 순으로 인식율이 증가함을 확인할 수 있

었는데, 이는 LSTM과 CRNN 모델이 언어와 말투를 비롯해 화자

를 구별하는 데에 적합한 정보를 인식하는 데에 특화된 순환 신경

망을 내포하고 있어 다양한 매개변수를 인식하기 때문인 것으로 

추측된다[18,19]. 실제로 오디오의 패턴만을 파악하여 매칭하는 

CNN 모델이 제일 적은 오차범위로 단어를 인식하였고, 이를 범용

해서 적용한 CRNN 모델에서는 LSTM 모델보다는 더 나은 결과

값을 보였다.

4. 결 론
본 연구에서는 공기전도 마이크 없이 골전도 마이크만을 사용할 

경우 자동 음성 인식이 가능한지를 확인하고자 하였다. 현재까지 

Fig. 8 Learning results of deep learning models using bone-conducted speech signals and air-conducted speech signals recorded in 
a quiet environment

Fig. 9 Prediction results when the bone conducted speech signals recorded with the portable bone conduction microphones were 
inputted to each deep learning model
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개발된 자동 음성 인식 데이터베이스는 공기전도 신호를 기반으로 

하고[20], 공기전도 음성 신호와 골전도 음성 신호의 특성이 상이하

다는 점을 고려하여[7] 기존의 데이터베이스를 활용할 수 방향으로 

연구를 진행하게 되었다. 조용한 환경에서 녹음된 골전도 음성신

호를 바탕으로 공기전도 음성 신호를 도출해낼 수 있도록 다양한 

딥러닝 모델을 활용하였으며, 일상 소음이 함께 녹음되는 공기 전

도 마이크와 소리가 작게 녹음되는 골전도 마이크의 특징을 고려

하여 별도의 데이터 가공 과정을 거쳐 학습을 진행시켰다. 그리고 

구축된 데이터베이스가 실제로 활용될 수 있는지 확인하기 위해 

외부 환경에서 확보한 골전도 음성 신호를 입력한 결과, CNN 모
델이 가장 이상적임을 확인할 수 있었다. 이러한 사실을 바탕으로 

콘택트 마이크에 적용된 피에조 센서를 골전도 헤드폰에 탑재한 

후 딥러닝 모델을 활용하게 된다면 외부 간섭 요소로부터 자유롭

고 보다 정확한 자동 음성 인식 기술을 구현할 수 있을 것이라고 

결론 내릴 수 있다.
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