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1. 서 론
최근 제조 현장에서는 검사 공정의 무인화를 목표로 딥러닝 기

반 외관검사 기술의 도입이 활발하게 이루어지고 있다. 이러한 연

구에서는 분류정확도와 처리속도를 주요 성능지표로 사용하며, 
MLCC 외관검사 장비 연구에서는 검사정확도와 처리속도를 함께 

검증하였고[1], 자동차 부품 결함분류 연구에서는 영상 취득환경에 

따른 CNN 분류성능을 분석하였다[2]. 또한 표면결함 검출성능은 

조명, 배경, 소재 및 결함형상과 같은 영상 취득조건에 의해서도 

크게 좌우되는 것으로 보고되었다[3]. 그러나 이러한 성능지표가 실

제 현장 적용 가능성을 나타내기 위해서는, 성능 산출에 사용되는 

테스트 데이터가 AI 모델이 새로 판정하게 될 검사사례를 대표할 

수 있어야 한다.
특히 용접검사와 같이 한 부품이나 고정된 촬영위치에서 여러 

프레임을 반복 저장하는 검사 공정에서는, 저장된 영상파일 수가 

서로 독립된 검사사례 수보다 많아지게 된다. 이때 동일한 검사사

례에서 취득된 영상의 집합을 촬영묶음이라 하며, 하나의 촬영묶

음에 속한 영상이 학습 데이터와 테스트 데이터에 나뉘어 배정될 

경우 문제가 발생한다. AI 모델이 검사 대상의 품질특성이 아니라 

학습 과정에서 이미 관찰한 형상이나 배경을 다시 식별하여 판정
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할 수 있기 때문이다. 이와 같이 학습데이터와 테스트데이터가 정

보를 공유하는 현상은 데이터 누수로 알려져 있으며, 보고되는 성

능을 실제보다 높게 만드는 주요 원인으로 지적되어 왔다[4-6]. 이러

한 이유로 계층 구조나 시공간적 종속성을 갖는 데이터에서는 생

성단위를 보존한 교차검증이 요구된다[7].
중복 저장된 영상은 파일 해시값 비교로 식별･제거할 수 있지만, 

같은 촬영묶음에서 얻은 서로 다른 프레임이 학습데이터와 테스트

데이터에 나뉘는 문제는 이 절차만으로 해결되지 않는다. 이에 따

라 분할 전에 중복과 생성단위의 중첩을 점검하고, 동일한 생성단

위가 서로 다른 폴드에 배정되지 않도록 평가하는 절차가 제안되

어 왔다[8,9]. 반복 촬영자료의 성능을 해석하려면 중복 저장영상의 

제거 여부와 학습･테스트 분할에 사용한 평가단위를 함께 살펴볼 

필요가 있다.
이에 본 연구는 외부에서 제공된 비공개 용접검사 영상을 대상

으로 중복 저장영상, 촬영묶음, 서로 다른 품질등급 간의 파일기반 

대응묶음 및 묶음당 고유 프레임 수를 계량하고, 이 구조를 달리한 

분할이 성능 추정에 미치는 영향을 분석하였다. 학습･테스트 중첩 

노출률을 산출하고, HOG 기반 선형 SVM과 저해상도 픽셀 기반 

RBF-SVM을 기준모델로 사용하였으며, 표현학습 모델에서도 평

가단위의 영향을 확인하기 위해 소형 CNN을 동일한 반복 교차검

증 절차로 평가하였다. 또한 촬영묶음당 고유 프레임 수를 1~5장

으로 변화시키고 대응 촬영묶음 분할을 반복하여, 프레임 수와 그

룹 배정에 따른 성능 추정치 및 모델 순위의 변동을 비교하였다.

2. 데이터 및 평가설계
2.1 용접검사 영상 데이터

본 연구에서 사용한 데이터는 외부에서 제공된 비공개 용접검사 

영상 1,120장으로, 제공 기록에는 양품·불량의 이진 라벨과 파일

구조가 포함되어 있다. 파일명 상위식별자를 기준으로 140개의 촬

영묶음을 구성하였으며 각 묶음에는 8장의 영상이 포함된다. 서로 

다른 품질등급에서 같은 상위식별자를 공유하는 두 촬영묶음은 본 

논문에서 ‘파일기반 대응묶음’으로 정의하였다. 다만 제공 기록에

는 라벨의 세부 판정기준과 실제 부품･촬영시점･로트 식별자가 포

함되어 있지 않으므로, 이 대응관계는 물리적으로 동일한 검사대

상을 뜻하지 않고 파일구조에서 확인되는 분석단위를 뜻한다.
또한 동일한 촬영묶음 내에 완전히 동일한 영상이 포함되어 있

는지 확인하기 위하여, 각 영상 파일의 내용에 대한 해시값을 산출

하고 이를 상호 비교하였다. 그 결과 전체 1,120장 가운데 420장

이 중복 저장영상으로 판정되었으며, 이를 제거하면 모든 촬영묶

음에 각각 5장씩 총 700장의 고유 영상이 남는다. 즉 촬영묶음의 

수는 반복영상의 제거 여부와 무관하게 140개로 일정하게 유지된

다. Table 1에 데이터 구성을 정리하였다.
원영상과 파일명, 업체･현장･장비의 식별정보는 계약 조건과 제

3자 권리를 고려하여 공개하지 않고, 분석 절차와 익명화한 집계결

과만 제시하였다. Fig. 1은 데이터에서 확인된 관계를 설명하기 

위한 재구성도로, 서로 다른 촬영사례, 동일 촬영묶음 안의 중복 

저장영상, 두 익명 품질등급 사이의 파일기반 대응묶음을 구분하

여 나타낸다. 

2.2 촬영묶음 대응구조 분석
서로 다른 품질등급으로 분류된 촬영묶음 사이에도 종속관계가 

존재하는지를 확인하기 위하여, 파일명에서 동일한 상위 식별자를 

공유하는 촬영묶음의 쌍을 조사하였다. 그 결과 두 품질등급에 걸

쳐 대응 촬영묶음 70쌍이 존재하는 것으로 나타났으며, 이러한 대

응관계가 파일명뿐 아니라 영상내용에서도 확인되는지를 픽셀 특

징과 HOG 특징을 이용하여 검증하였다.

Fig. 1 Illustrative reconstruction of image relationships in the 
welding inspection data: (a) distinct acquisition cases, 
(b) an exact duplicate within an acquisition group, and 
(c) visually corresponding groups across two anonymous 
quality classes

Table 1 Configuration of the welding inspection image data
Item Value

Quality classes 2
Total images 1,120

Acquisition groups 140
Images per acquisition group 8

Images after exact-repeat removal 700
Exactly repeated images 420

Cross-class paired-group candidates 70 pairs
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먼저 모든 영상을 저해상도 회색조로 정규화한 뒤, 픽셀값에 대

해서는 정규화 상호상관계수를, HOG 특징에 대해서는 코사인 유

사도를 각각 계산하였다. 이때 용접부의 촬영 방향이 좌우로 달라

질 수 있는 점을 고려하여, 원영상과 수평반전 영상에서 얻은 두 

유사도 중 큰 값을 해당 쌍의 유사도로 사용하였다. 이어서 한 품질

등급의 촬영묶음을 기준으로 다른 등급의 후보 70개를 검색하고, 
파일명으로 지정된 대응 촬영묶음이 1순위 및 상위 5개 후보에 포

함되는 비율을 산출하였다. 또한 대응 촬영묶음과 비대응 촬영묶

음의 평균유사도 차이가 우연에 의한 것인지 확인하기 위하여 

10,000회의 무작위 순열 기반 검정을 수행하였다.
다만 본 절에서 다루는 대응관계는 영상의 형상과 구도에서 관

찰되는 유사성에 근거한 것이며, 실제 부품이나 촬영 주기의 동일

성을 의미하지는 않는다.

2.3 반복영상 처리와 분할조건
반복영상의 처리 방식과 평가단위가 성능에 미치는 영향을 분

리하여 관찰하기 위하여, 반복영상의 보존 여부와 분할단위를 교

차한 2×2 형태의 네 가지 조건을 구성하였다. 각 조건은 다음과 

같다.
1)영상 무작위 분할은 전체 1,120장을 품질등급 비율에 따라 

나눈다.
2) 반복 제거 후 무작위 분할은 고유 영상 700장을 같은 방식으

로 나눈다.
3) 촬영묶음 분할은 1,120장을 사용하되 동일한 촬영묶음이 학

습데이터와 테스트데이터로 분리되지 않도록 한다.
4) 반복 제거 후 촬영묶음 분할은 고유 영상 700장에 촬영묶음 

분할을 적용한다.
네 조건 모두에 대하여 서로 다른 난수 초기값 10개와 5겹 교차

검증을 사용하였으며, 영상 무작위 조건에는 계층화 분할을, 촬영

묶음 조건에는 계층화 그룹분할을 각각 적용하였다. 한편 2.2절에

서 확인된 대응 촬영묶음의 영향을 통제하기 위한 민감도 분석으

로, 서로 다른 품질등급의 대응 촬영묶음을 하나의 단위로 묶은 

조건을 추가하였다. 이 조건에서는 70개의 대응그룹을 무작위로 

섞어 크기가 같은 5개 폴드에 배정하는 절차를 30회 반복하였다.
평가설계의 영향을 서로 다른 특징표현에서 확인하기 위해 회색

조 HOG 특징을 입력으로 하는 선형 SVM과 64 × 48 회색조 픽셀

값을 입력으로 하는 RBF-SVM을 기준모델로 사용하였다. HOG
는 128 × 96 회색조 영상에서 9방향 빈, 8 × 8 셀, 2 × 2 블록, 
L2-Hys 정규화로 추출하였다. HOG-SVM은 학습 폴드에서만 적

합한 StandardScaler와 선형 커널(C=1.0)을, 저해상도 SVM은 

RBF 커널(C=1.0, gamma=scale)을 사용하였으며 두 분류기 모

두 balanced class weight를 적용하였다.

표현학습 기반의 보조 비교모델은 64×48 회색조 입력과 16·32
채널의 두 합성곱 블록으로 구성한 소형 CNN으로 설정하였다. 
AdamW 최적화기(학습률 0.001, 가중치 감쇠 0.0001), 배치 크기 

64, 30 epoch를 사용하였다. 모든 모델의 각 조건은 10개 난수 

초기값에서 평가하였고, 각 폴드의 영상별 예측점수를 촬영묶음 안

에서 평균하여 촬영묶음 수준 성능을 계산하였다. 주 평가지표는 

두 품질등급의 재현율을 평균한 균형정확도(balanced accuracy, 
BA)이며 그 정의는 식 (1)과 같다. 

BA  


TP  FN

TP
TP  FN

TP
 (1)

여기서 TP1과 FN1은 첫 번째 품질등급에 속하는 촬영묶음 중 

해당 등급으로 옳게 분류된 수와 잘못 분류된 수를 나타내며, TP2와 

FN2는 두 번째 품질등급에 대한 동일한 값이다. 대괄호 안의 두 항은 

각 품질등급의 재현율에 해당한다. 보조지표로는 AUROC를 함께 

산출하였다. 이하의 모든 결과는 서로 다른 난수 초기값 10개에 대

한 평균과 표준편차로 보고하며, 대응 촬영묶음 조건의 경우 30회의 

무작위 그룹 배정에 대한 평균과 표준편차를 사용하였다. 
대응 촬영묶음 조건의 경우 두 SVM 기준모델은 30회의 무작위 

그룹 배정에 대한 평균과 표준편차를 사용하였고, 소형 CNN은 

제공된 파일구조에서 정해지는 고정 대응묶음 배정에 10개 난수 

초기값을 적용하여 산출하였다. 또한 소형 CNN은 반복 제거 후 

촬영묶음 분할을 제외한 네 개 조건에서 평가하였다.

2.4 중첩 노출률과 강건성 분석
분할조건에 따라 학습 과정에서 노출되는 정보량이 어떻게 달

라지는지를 정량화하기 위하여, 각 폴드의 테스트영상마다 학습

데이터에 동일 해시, 동일 촬영묶음 또는 동일 대응그룹에 해당

하는 영상이 존재하는지를 확인하였다. 이때 해당 관계가 존재하

는 테스트영상의 비율을 중첩 노출률로 정의하였으며, 이 값은 

모델이 학습 과정에서 동일한 영상내용이나 촬영맥락을 접할 수 

있었던 정도를 나타낸다. 세 가지 관계는 완전히 동일한 영상, 
동일한 촬영묶음, 동일한 대응그룹의 순으로 포괄 범위가 넓어지

므로, 이를 함께 산출하면 노출이 어느 수준에서 발생하는지를 

구분할 수 있다.
또한 영상 무작위 분할과 촬영묶음 분할 사이의 BA 차이에 대해

서는, 촬영묶음을 품질등급별로 재표집하는 5,000회의 부트스트

랩을 통해 95% 신뢰구간을 산출하였다. 대응 촬영묶음 분석에서

는 30개의 그룹 배정 각각에 대하여 BA와 두 모델의 성능 차이를 

기록하였으며, 평균 순위뿐 아니라 각 모델이 더 높은 성능을 보인 

횟수를 함께 보고함으로써 특정 배정에서 얻어진 결과에 결론이 

좌우되지 않도록 하였다.
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2.5 프레임 수 민감도와 결정마진
촬영묶음당 저장되는 고유 프레임의 수가 평가편향에 미치는 영

향을 확인하기 위하여, 중복 저장영상을 제거한 뒤 각 촬영묶음에 

남은 고유 영상 5장 가운데 k장(k = 1~5)을 비복원 추출하여 표본

을 구성하였다. 이렇게 얻은 동일한 표본에 대하여 영상 무작위 

분할, 촬영묶음 분할 및 대응 촬영묶음 분할을 각각 적용함으로써, 
분할단위 이외의 조건이 성능 차이에 개입하지 않도록 하였다. 표
본추출과 5겹 분할은 30회 반복하였으며, 각 k에서 영상 무작위 

분할과 촬영묶음 분할의 BA 차이를 산출하였다. 이때 촬영묶음의 

수는 k의 값과 무관하게 140개로 유지되므로, 관찰되는 성능 변화

는 독립 검사사례의 증가가 아니라 동일 사례의 프레임 반복에 의

한 것으로 해석할 수 있다.
또한 분할조건에 따라 예측점수의 방향이 달라지는지를 비교하

기 위하여, 테스트영상에 대한 SVM의 결정마진을 사용하였다. 각 

폴드에서는 학습데이터 결정마진의 제곱평균제곱근으로 테스트점

수를 나누어 척도를 정규화하되, 판정경계에 해당하는 0은 그대로 

유지하였다. 이는 폴드마다 달라지는 마진의 절대 크기를 제거하

고 점수의 방향과 상대적 크기만을 비교하기 위함이다. 이후 영상 

단위의 점수를 촬영묶음 안에서 평균하고 이를 다시 30회 반복에 

대하여 평균함으로써, 각 촬영묶음이 분포에 한 번씩만 반영되도

록 하였다.

3. 결 과

3.1 반복영상과 촬영묶음 대응구조
전체 1,120장 가운데 420장은 동일한 촬영묶음 내에 존재하는 

중복 저장영상으로 판정되었으며, 서로 다른 촬영묶음 사이에서는 

완전 복제가 발견되지 않았다. 그 결과 140개의 모든 촬영묶음에

서 8장 중 5장이 고유 영상으로 남았으며, 이는 반복 저장이 촬영

묶음 내부에서만 균일하게 발생하였음을 의미한다.
한편 파일명으로 지정된 대응 촬영묶음 70쌍을 비교한 결과, 픽

셀 특징의 평균유사도는 대응그룹에서 0.861, 비대응그룹에서 

0.222로 나타났으며, HOG 특징에서도 각각 0.805와 0.208로 동

일한 경향을 보였다. 또한 1순위 검색 정확도는 픽셀 특징에서 

95.7%, HOG 특징에서 97.1%였고, 5순위 이내 검색 정확도는 

두 특징 모두 100%에 도달하였다. 두 특징에 대한 순열검정의 유

의확률은 모두 0.001 미만으로, 파일명으로 지정한 대응관계가 영

상의 형상과 구도에서도 동일하게 확인되었다.

3.2 분할조건별 학습･시험 중첩
Table 2는 각 분할조건에서 테스트영상이 학습데이터와 공유한 

관계의 비율을 나타낸다. 영상 무작위 분할에서는 테스트영상의 

60.1±1.8%가 학습데이터에 동일 해시를 갖는 영상을 가지고 있었

으며, 모든 테스트영상이 동일 촬영묶음과 동일 대응그룹을 학습

데이터와 공유하였다. 여기에서 반복영상을 제거하자 동일 해시에 

의한 노출은 완전히 사라졌으나, 촬영묶음과 대응그룹 수준의 노

출률은 여전히 100%로 유지되었다.

Fig. 2 Classification performance by evaluation split for the HOG-linear SVM, the low-resolution RBF-SVM, and the compact CNN: 
(a) balanced accuracy and (b) AUROC. Error bars denote standard deviations across ten seeds. The paired-group condition 
shown here uses the fixed grouping determined by the supplied file structure, whereas Table 3 reports means over 30 random 
paired-group assignments

Table 2 Training–test exposure according to the split condition

Split condition Exact hash 
(%)

Same 
acquisition 
group (%)

Paired 
acquisition 
group (%)

Image-random 60.1±1.8 100.0 100.0
Random after repeat 

removal 0.0 100.0 100.0

Acquisition-group 0.0 0.0 68.1±8.4
Group after repeat removal 0.0 0.0 68.1±8.4

Paired acquisition-group 0.0 0.0 0.0
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반면 촬영묶음 분할에서는 동일 해시와 동일 촬영묶음의 교차 

노출이 발생하지 않았다. 다만 서로 다른 품질등급에 속한 대응 

촬영묶음이 서로 다른 폴드에 배정되면서 대응그룹 노출률은 

68.1±8.4%로 남았으며, 이는 촬영묶음을 분할단위로 사용하더라

도 등급 간 대응관계까지는 통제되지 않음을 보여준다. 대응 촬영

묶음을 하나의 분할단위로 묶은 조건에서는 노출률이 모두 0%로 

나타났다.

3.3 분류성능과 모델 순위의 변동
Table 3과 Fig. 2에 분할조건별 분류결과를 제시하였다. Table 

3은 두 SVM 기준모델의 결과이며, Fig. 2에는 소형 CNN을 포함

한 세 모델의 결과를 함께 나타내었다. HOG-선형 SVM의 BA는 

영상 무작위 분할에서 0.971로 가장 높았으나 촬영묶음 분할에서

는 0.307까지 낮아졌으며, 중복 저장영상을 제거한 뒤에도 촬영묶

음 분할의 BA는 0.313으로 거의 변화하지 않았다. 이는 영상 무작

위 분할에서 관찰된 높은 성능이 중복 저장영상만으로는 설명되지 

않음을 의미한다. RBF-SVM에서도 영상 무작위 분할에서 촬영묶

음 분할로 갈수록 BA가 낮아지는 동일한 양상이 나타났으며, 반복

영상 제거 여부에 따른 촬영묶음 분할의 BA 변화는 HOG 모델에

서 0.006, RBF 모델에서 0.022로 두 모델 모두 작았다.
영상 무작위 분할과 촬영묶음 분할 사이의 BA 차이는 HOG 모

델에서 0.664, RBF 모델에서 0.284였으며, 촬영묶음을 품질등급

별로 재표집한 5,000회 부트스트랩의 95% 백분위 신뢰구간은 각

각 0.593–0.750과 0.257–0.414로 모두 0을 포함하지 않았다. 또
한 두 모델 모두 10개의 난수 초기값 전체에서 동일한 방향의 차이

Fig. 3 Acquisition-group decision margins after exact-repeat removal under image-random, acquisition-group, and paired acquisition-group 
splitting. Margins were divided by the root mean square of training margins within each fitted fold, and each point denotes 
one acquisition group averaged across 30 repeated assignments

Table 3 Classification performance according to the split condition
Model Split condition BA AUROC

HOG-linear 
SVM Image-random 0.971±0.014 0.994

HOG-linear 
SVM

Random after repeat 
removal 0.771±0.018 0.819

HOG-linear 
SVM Acquisition-group 0.307±0.037 0.266

HOG-linear 
SVM

Group after repeat 
removal 0.313±0.043 0.267

HOG-linear 
SVM

Paired 
acquisition-group 0.551±0.024 0.569

Low-res 
RBF-SVM Image-random 0.558±0.033 0.606

Low-res 
RBF-SVM

Random after repeat 
removal 0.379±0.029 0.360

Low-res 
RBF-SVM Acquisition-group 0.274±0.039 0.200

Low-res 
RBF-SVM

Group after repeat 
removal 0.296±0.043 0.236

Low-res 
RBF-SVM

Paired 
acquisition-group 0.567±0.017 0.591
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를 보였다.
촬영묶음 분할에서 HOG-SVM과 RBF-SVM의 AUROC는 반

복영상 제거 여부와 관계없이 0.5보다 낮았고, 반복 제거 후 촬영

묶음 분할에서는 품질등급 0의 평균 결정점수가 양수, 품질등급 

1의 평균 결정점수가 음수로 나타났다. 반면 파일기반 대응묶음을 

하나의 분할단위로 사용한 조건에서는 두 모델의 AUROC가 0.5
를 상회하였다. 따라서 촬영묶음 분할에서 관찰된 점수 방향의 변

화는 대응묶음이 학습･시험 세트에 배정되는 방식과 함께 나타난 

현상으로 해석하였다.
대응 촬영묶음 분할을 30회 반복한 결과 평균 BA는 HOG 모델 

0.551, RBF 모델 0.567이었다. 그러나 RBF 모델이 더 높은 배정

이 18회, HOG 모델이 더 높은 배정이 10회, 두 모델이 동일한 

배정이 2회로 나타났으며, 두 모델의 BA 차이는 평균 0.016, 
2.5-97.5 백분위 범위는 -0.033에서 0.075였다. 즉 평균값에서는 

RBF 모델이 우세하였으나 개별 그룹 배정에서 우수 모델은 고정

되지 않았다.
평가단위에 따른 변화가 표현학습 모델에서도 나타나는지 확인

하기 위해 소형 CNN을 보조적으로 평가하였다. CNN의 BA는 

영상 무작위 분할, 반복영상 제거 후 무작위 분할, 촬영묶음 분할 

및 대응 촬영묶음 분할에서 각각 0.524±0.013, 0.517±0.020, 
0.484±0.034 및 0.529±0.016이었고, AUROC는 각각 0.533± 
0.009, 0.510±0.023, 0.475±0.032 및 0.549±0.004였다. CNN에

서는 HOG-SVM과 같은 크기의 성능 차이가 나타나지 않았지만, 
촬영묶음 분할의 평균 BA와 AUROC가 영상 무작위 분할보다 

낮았고 대응묶음 분할에서는 다시 높아졌다. CNN을 포함한 세 

모델의 결과는 Fig. 2에 제시하였다.
Fig. 3은 중복 저장영상을 제거하고 촬영묶음당 고유 영상 5장

을 모두 사용하였을 때의 촬영묶음별 결정마진 분포를 나타낸다. 
HOG 모델은 영상 무작위 분할에서 품질등급 0이 음수, 품질등급 

1이 양수 영역에 주로 분포하였으나 촬영묶음 분할에서는 등급별 

중심의 방향이 반대로 바뀌었다. RBF 모델의 경우 영상 무작위 

분할과 촬영묶음 분할 모두에서 반대 방향의 분포를 보였다. 대응 

촬영묶음까지 함께 분리하자 두 모델 모두 등급별 중심이 정상 

방향으로 이동하였다. 30회 반복에 대한 평균 AUROC는 반복 

제거 후 영상 무작위, 반복 제거 후 촬영묶음 및 대응 촬영묶음 

분할의 순으로 HOG 모델에서 0.813, 0.246, 0.572였으며 RBF 
모델에서는 0.357, 0.215, 0.590이었다. 이 값들은 Table 3의 해

당 세 조건과 동일한 데이터에 대한 결과이나, 앞의 두 조건은 분

할 반복 횟수가 10회에서 30회로 늘어남에 따라 최대 0.021의 

편차를 보인다.

3.4 촬영묶음당 프레임 수의 영향
Fig. 4는 촬영묶음당 고유 프레임 수를 변화시키며 얻은 결과를 

나타낸다. 영상 무작위 분할에서 동일 촬영묶음의 노출률은 k = 

Fig. 4 Sensitivity to the number of unique frames per acquisition group: balanced accuracy for (a) HOG-linear SVM and (b) 
low-resolution RBF-SVM, (c) the image-random minus acquisition-group BA difference, and (d) training–test exposure under 
image-random splitting. Lines and bands denote means and empirical 2.5–97.5 percentiles across 30 repeated assignments
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1에서 0%였으나, k = 2에서 80.5%로 급격히 상승하였고 이후 

96.4%, 99.3%, 99.9%로 증가하여 k = 5에서는 거의 모든 테스트

영상이 학습데이터와 촬영묶음을 공유하였다. 이는 촬영묶음당 프

레임이 한 장뿐인 경우 무작위 분할과 촬영묶음 분할이 사실상 동

일한 조건이 되지만, 프레임이 두 장만 되어도 대부분의 촬영묶음

이 학습데이터와 테스트데이터에 걸치게 됨을 의미한다. 한편 대

응그룹 노출률은 k = 1에서 이미 80.3%에 달하였고 k = 3부터 

100%에 도달하였는데, 이는 등급 간 대응관계가 프레임 반복과 

무관하게 촬영묶음 사이에 존재하기 때문이다.
이러한 노출률의 변화는 분류성능에 그대로 반영되었다. HOG 

모델의 영상 무작위 BA는 k = 1에서 0.376이었으나 k = 5에서 

0.762로 상승한 반면, 동일한 표본에 촬영묶음 분할을 적용한 경우

에는 0.409에서 0.288로 오히려 낮아졌다. 그 결과 두 조건의 BA 
차이는 k = 1의 −0.033에서 k = 5의 0.475로 확대되었다. 반면 

대응 촬영묶음 분할의 BA는 0.542에서 0.559 사이에 머물러 프레

임 수의 영향을 거의 받지 않았다.
RBF 모델에서는 영상 무작위 BA가 0.381에서 0.395 사이로 

큰 변화를 보이지 않았으나, 촬영묶음 분할 BA는 0.411에서 

0.281로 낮아졌고 대응 촬영묶음 분할 BA는 0.515에서 0.579로 

완만하게 상승하였다. 즉 프레임 수 증가의 영향은 특징표현과 분

할단위에 따라 방향과 크기가 다르게 나타났으며, 두 모델에 공통

적으로 관찰된 것은 촬영묶음 분할에서의 성능 저하였다.

4. 고 찰
4.1 중복 저장영상과 독립 평가단위

본 연구에서 중첩 노출률을 산출함으로써 중복 저장영상에 의한 

노출과 촬영묶음 공유에 의한 노출을 수치로 구분할 수 있었다. 
반복영상을 제거한 뒤 무작위로 분할한 조건에서는 동일 해시를 

갖는 영상이 더 이상 남지 않았으나, 모든 테스트영상이 여전히 

학습데이터와 촬영묶음을 공유하였으며 이 조건에서 HOG 모델의 

BA는 0.771이었다. 반면 동일한 700장을 촬영묶음 단위로 분리

하자 두 모델의 BA는 모두 0.3 수준까지 낮아졌다. 따라서 파일 

해시를 기준으로 한 중복 제거는 반드시 필요한 정제 절차이기는 

하나, 새로운 검사사례에 대한 성능을 평가하기 위한 분할규칙을 

대신할 수는 없다.
또한 촬영묶음 분할 전후의 큰 성능 차이는 두 모델 모두에서 

관찰되었고 부트스트랩 신뢰구간 역시 0을 포함하지 않았으며, 중
복 저장영상을 제거한 촬영묶음 분할에서도 결과가 거의 유지된 

점 또한 동일한 해석을 뒷받침한다. 즉 영상 무작위 분할에서 나타

난 높은 성능에는 중복 저장영상의 노출과 촬영맥락의 공유가 함

께 작용한 것으로 볼 수 있다.

4.2 프레임 수와 평가편향
촬영묶음당 고유 프레임 수를 1장에서 5장까지 늘리는 동안 독

립 촬영묶음의 수는 140개로 일정하게 유지되었다. 그럼에도 

HOG 모델의 영상 무작위 BA는 동일 촬영묶음 노출률의 상승과 

함께 0.376에서 0.762로 높아진 반면, 같은 표본에 촬영묶음 분할

을 적용한 BA는 오히려 0.409에서 0.288로 낮아졌다. 이는 동일

한 검사사례에 프레임을 추가하는 것이 독립적인 검사사례에 관한 

정보를 늘리지 않으며, 분할규칙에 따라 보고되는 성능의 차이만

을 확대시킨다는 것을 의미한다. 즉 영상 파일 수의 증가는 데이터

의 규모를 키우지만 평가의 신뢰성을 높이지는 않는다.
한편 RBF 모델에서는 영상 무작위 성능이 거의 상승하지 않은 

채 촬영묶음 분할 성능만 낮아졌으며, 대응 촬영묶음까지 함께 분

리한 조건에서는 두 모델 모두 프레임 수에 따른 변동이 상대적으

로 작게 나타났다. 따라서 반복 프레임이 성능에 미치는 영향은 

특정한 방향으로 고정되지 않으며, 사용하는 특징표현과 데이터의 

그룹구조에 따라 달라진다고 볼 수 있다.

4.3 대응 촬영묶음과 모델 선택
서로 다른 품질등급에 속한 파일기반 대응묶음은 영상내용에서

도 높은 유사도를 보였으며, 이 관계를 분할단위에 포함하지 않은 

촬영묶음 분할에서는 대응그룹의 68.1%가 학습데이터와 테스트

데이터에 걸쳐 있었다. 같은 조건에서 두 SVM의 AUROC가 0.5
보다 낮고 평균 결정점수의 방향도 품질등급과 반대로 나타났으며, 
대응묶음을 함께 분리하자 AUROC가 0.5를 상회하였다. 즉 점수 

방향의 변화는 파일구조와 영상 유사도로 확인된 대응묶음의 배정

과 함께 관찰되었다. 다만 실제 부품·촬영시점･로트 식별자가 제공

되지 않았으므로, 그 물리적 원인까지 특정하지는 않았다.
대응 촬영묶음을 하나의 분할단위로 함께 분리하자 평균 BA와 

AUROC는 모두 0.5를 상회하였다. 그러나 두 모델의 평균 성능 

차이는 0.016에 불과하였고, 30회의 그룹 배정 가운데 RBF 모델

이 우수한 경우가 18회, HOG 모델이 우수한 경우가 10회로 나타

나 우수 모델이 배정에 따라 달라졌다. 이는 특정 분할 한 번에서 

얻어진 순위만으로 모델을 선정하기 어렵다는 것을 보여준다. 따
라서 반복 그룹분할을 수행하고 순위의 빈도와 성능 차이의 분포

를 함께 보고하면, 모델 선택이 평가설계에 얼마나 민감한지를 확

인할 수 있다.

4.4 반복 촬영자료의 성능보고
기존 외관검사 연구는 검사대상, 영상취득장치, 조명 조건, 처리

속도와 정확도 등을 주요 실험조건으로 보고해 왔다[1,2]. 반복 촬영

자료의 성능을 해석하려면 이러한 정보와 함께 독립 시험사례의 

정의, 반복 구조, 분할단위 및 학습･테스트 중첩 정도가 필요하다. 
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분석에 사용한 최소 보고항목은 Table 4에 정리하였다. 
부품 식별자나 취득이력이 기록된 데이터에서는 해당 정보를 그

룹키로 사용할 수 있다. 원식별자를 확보할 수 없는 경우에는 파일

구조와 영상내용에서 관찰되는 관계를 명시하고, 서로 다른 그룹 

정의에 대한 민감도를 함께 제시할 수 있다. 전체 영상 수와 독립 

시험사례 수, 분할 후 중첩 노출률 및 반복 평가절차를 함께 보고하

면 성능 추정치의 적용범위를 판단하기 쉬워진다. 본 연구의 수치

는 제공된 비공개 용접영상 세트의 파일기반 구조에서 얻은 결과

이며, 물리적 사례 식별자가 확보된 자료에서는 동일한 평가절차

로 그 재현 여부를 확인할 수 있다.

4.5 분석범위
본 연구는 단일 비공개 용접검사 데이터에서 관찰된 촬영묶음을 

사용하였으며, 파일기반 대응묶음 또한 파일구조와 영상 유사도를 

근거로 사후에 구성한 것이다. 따라서 실제 부품, 촬영 주기, 로트 

및 설비와의 관계는 원식별자가 확보된 데이터에서 별도로 확인되

어야 한다. 또한 보조 비교모델로 사용한 소형 CNN은 사전학습과 

하이퍼파라미터 탐색 없이 고정된 조건에서 평가한 것이므로, 더 

큰 표현학습 모델에서도 동일한 경향이 나타나는지는 추가 검증이 

필요하다. 다른 제조조건에 대한 성능은 적용대상에 맞춘 독립 시

험단위를 사전에 정의한 뒤 검증하여야 한다.

5. 결 론
본 연구는 반복 촬영 용접검사 자료에서 중복 저장영상의 보존 

여부와 평가단위를 교차하여 분류성능의 변화를 분석하였다. 영상 

무작위 분할에서는 중복 저장영상과 촬영묶음 공유가 학습데이터

와 테스트데이터 사이에 함께 남았고, 중복 저장 영상을 제거한 

뒤에도 촬영묶음 수준의 공유는 100%로 유지되었다. 촬영묶음당 

고유 프레임 수를 1장에서 5장으로 늘리는 동안 독립 촬영묶음 수

는 140개로 일정했지만, HOG-SVM에서 영상 무작위 분할과 촬

영묶음 분할의 BA 차이는 -0.033에서 0.475로 확대되었다. 파일

기반 대응묶음을 함께 분리하면 두 SVM의 점수 방향은 회복되었

으나, 30회 그룹 배정에서 우수 모델은 고정되지 않았다. 소형 

CNN의 BA와 AUROC도 분할단위에 따라 달라졌다. 반복 촬영

자료의 분류성능은 영상 수와 함께 독립 시험사례의 정의, 분할단

위 및 중첩 노출률을 제시하여 해석해야 한다.
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