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1. 서 론
1.1 연구 배경 및 목적

콘택트렌즈 제조 산업은 인체에 직접 접촉하는 의료기기 특성상 

엄격한 치수 정밀도와 광학적 신뢰성이 요구된다. 글로벌 시장의 

다변화와 개인 맞춤형 미용･시력 교정 렌즈의 수요 증가는 다품종 

소량 생산을 위한 배치(batch) 생산 시스템의 고도화를 강제하고 

있다. 배치 생산은 사출 성형, 투명 코팅, 패턴 인쇄, 도수 조립, 
탈형 및 분리, 수화, 외관 검사, 실링, 멸균 및 포장에 이르는 복잡

한 연쇄 공정으로 구성된다. 공정 간 상호 의존성이 극도로 높은 

환경에서는 선행공정의 변동이 후속 공정의 변동이 후속 공정의 

대기 및 정체로 전이되며 이는 전체 제조 리드타임과 생산 가시성

을 저해하는 치명적인 요소로 작용한다. 최근 플라스틱 사출 성형 

제조 현장에서는 제품의 고기능화와 정밀도 요구에 대응하기 위해 

센서 데이터를 기반으로 머신러닝 알고리즘을 적용한 품질 예측 

모델링 연구가 활발히 진행되고 있다[1]. 특히, 사출 공정 중 발생하

는 압력, 온도 등의 시계열 센서 신호를 분석하여 샷(Shot) 간 발생

하는 ‘품질 변동성’을 조기에 감지하고 불량을 사전에 분류하는 

모니터링 시스템의 구축이 필수적이다. 이에 따라 4차 산업혁명 

환경에서 공정 내 유기적인 설비 및 품질 데이터를 통합 관리하기 
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위한 스마트 공장 운영관리 시스템의 도입이 대두되고 있다[2]. 
그러나 대다수의 현장에서는 여전히 수기 기록과 파편화된 데이

터 수집에 머물러 있어 실제 현장과 시스템 데이터 간의 단절 현상

이 지속되고 있다. 예를 들어, 비가동에 기록되는 설비 정지 정보나 

불량에 취합되는 사후 불량 통계는 실시간 가동 효율 데이터에 연

동되지 못한다. 이로 인해 설비는 정상 가동 준비가 되었으나 필요

한 금형의 위치를 파악하지 못해 대기하는 정보 비가동이나, 잉크 

점도 및 플라즈마 세기 변동과 같은 ‘공정 미성형 이상’을 조기에 

감지하지 못해 대량의 폐기가 발생하는 악순환이 거듭되고 있다. 
따라서 제조 현장의 물리적 현상(4M)을 디지털 데이터와 정밀하

게 동기화하고, 수집된 시계열 로그를 기반으로 품질 변동성을 사

전에 감지･예측하는 운영 지능화 모델의 수립이 매우 절실하다. 
제조업의 디지털 전환과 스마트 팩토리 고도화를 위해 표준 제조 

시스템 설계 및 분석 체계가 요구되며, 최근 제조 성숙도 진단, 
Qubit 다차원 분석 및 AI 에이전트 기술을 결합한 AI DX FOMs 
사이클 기반의 지능형 스마트 공장 운영관리 방법론이 새롭게 제

안되었다.
본 연구의 핵심 연구 질문은 ‘FOMs 기반으로 표준화된 제조데

이터를 활용하여 사출 성형공정의 #4000 부적합 신호를 통해 

#3000 최종 품질 불량을 얼마나 선행 예측하고 제어할 수 있는

가?’이다. 이를 규명하기 위해 ‘AI DX FOMs Cycle’ 프레임워크

(100~300번)를 적용하여 FOM-Assist(표준화) → FOM-Qubit
(다차원 분석) → QVt(시계열 지수화) → #4000 선행 징후 감지 

→ #3000 불량 예측 → 공정 최적화로 이어지는 선순환 인과 메커

니즘을 실증한다. 세부 연구 목적은 다음과 같다.
① FOM-Assist 데이터 표준화(100번): 이종 제조 로그를 4개 

운영코드(#1000~#4000) 및 6M 관리항목과 정합하여 24개 표준 

데이터 셀 구조로 규격화한다.
② FOM-Qubit 다차원 분석(200번): 24Code × 4M × 6Items 

체계의 576개 분석 포인트를 구축하여 불량의 다차원 전이 경로를 

입체적으로 추적한다.
③ 시계열 QVt 기반 불량 선행 예측: #4000 부적합 센서 신호와 

#3000 최종 불량 간의 선행 시차(time-lag)를 규명하고 조기 경보 

모델의 정확도를 검증한다.
④ 공정 조건 최적화 및 성숙도 진단(300번): 예측 지표와 연계

한 사출 제어 파라미터 최적화 및 동적 공차 보정 성과를 검증하고 

제조운영 성숙도를 정량 평가한다.
사출 성형기와 금형 내 센서로부터 수집되는 고주파 시계열 데

이터는 노이즈, 결측치 및 이상치가 포함될 수 있으므로, FOMs 
기반의 데이터 정제 알고리즘으로 제조 데이터의 신뢰도를 확보하

였다[3]. 이를 통해 현장 설비 특성을 반영한 4M 데이터의 분석 

체계를 구축한다[4].

1.2 프레임워크 및 연구 범위
전체 AI DX FOMs Cycle 구조(100~600) 중 본 연구의 직접적

인 분석 범위는 100번 제조데이터 표준화 → 200번 Qubit 다차원 

분석 → 시계열 QVt 예측 및 성숙도(300번) 진단 → 400번 AI 
의사결정 연계 기반 구축 까지로 한정한다(Fig. 1).

생산 현장의 다양한 원천 데이터인 입력 1부터 n까지의 이기종 

실시간 로그들을 받아들여 생산 수량, 비가동, 제품 불량, 운영 이

상 등의 핵심 가동 범주로 자동 분류 및 매핑을 수행하고 최종적으

로 정합성이 확보된 정량적 표준을 생성하고, 유기적으로 다차원 

통계 및 상관 분석으로 추적함으로써 공정의 불안정성을 선제적으

로 예측한다. 본 연구는 이기종 가동 로그를 24개 표준 데이터 셀

로 변환하고, 이를 576 Qubit 공간에서 추적하여 #4000 이상 신호

로부터 #3000 불량을 사전에 감지하고 최적 공정 파라미터로 피드

백 하는 공정 내 닫힌 루프(closed-loop process control)에 집중

한다.

2. 관련 연구 및 이론적 프레임워크
2.1 FOM-Assist 기반 24개 표준 데이터 셀

FOM-Assist(100번 표준화부) 모델은 현장 4개 운영코드

(#1000~#4000)와 6개 관리항목(man, machine, material, 
method, factor, cost)을 연계하여 총 24개의 표준 데이터 셀을 

산출한다(Table 1). Raw Data Source는 사출 및 조립의 가동 상

태를 보여주는 실적 로그(manual qpr), 최종 검사단의 불량 로그

(manual reject), 설비 및 가공 상태의 미세 편차 로그(manual 
abnormal), 비가동 다운타임 로그(manual downtime), 제어 한계 

공차 로그(manual limit), 그리고 비용 손실 로그(manual cost)로 

Fig. 1 Conceptual architecture of the AI DX FOMs cycle and 
scope of this study
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구조화했다.

2.2 FOMs 표준 관리 코드 정의 및 4M 데이터 매핑
제조 현장에서 실시간 가동 데이터를 가시화하고 제어하기 위해

서는 비정형 이벤트 로그와 상이한 물리 변수들을 통일된 기준으

로 규격화하는 작업이 수반되어야 한다. 사출 성형 및 연속 가공 

공정에서 수집되는 복잡한 시계열 데이터를 논리적, 정량적으로 

모델링하기 위해 제조 운영 상태를 네 가지 표준 코드(#1000, 
#2000, #3000, #4000)로 변환하여 정의한다(Table 2). 이 표준화 

체계는 설비 PLC의 디지털 I/O 신호와 아날로그 센서 데이터, 검

사 설비의 판정 로그, 작업자가 생성하는 활동 로그를 결합하여 

제조 과정의 부가가치 창출 및 손실 변동성을 직관적으로 구조화

한다. 각 코드의 데이터 매핑 메커니즘은 다음과 같다. 
① #1000 생산실적(production performance): 투입 자원이 규

격 내 양품을 생산하는 직접 유효 가동 상태.
② #2000 비가동(downtime): 셋업, 금형 교체, 자재 대기, 고장 

등으로 가동이 정지된 시간적 손실 상태.
③ #3000 불량(defect): 치수/외관 사양 이탈로 인한 폐기

(Scrap) 및 재작업 손실 상태.
④ #4000 부적합 / 운영이상(nonconformity): 설비가 가동

중이나 사출 압력, 온도 등 공정 파라미터가 관리 한계를 이탈한 

상태 (물리적 불량 #3000의 선행 징후).

2.3 FOM-Qubit 576 다차원 분석 구조
200번 FOM-Qubit 생성부는 현장 문제 원인을 입체적으로 추

Table 1 Raw dataset collection, 6M management attributes, and 
FOM-assist standard data cell mapping scheme

Raw dataset 
source 

(Physical 
file)

Origin 
source
(As-Is 

system)

6M category 
(Management 

item)

Key operational 
variables & 

attributes

FOM-Assist 
standard cell 

(Operation code 
mapping)

manual_qpr
_2025.csv

MES / 
POP 

systems

Method
(MD) / 

Man (M)

Date, Shift, Equip 
ID, Planned Qty, 

Actual output, 
Theoretical 

standard cycle 
time (C/T)

MD-1000 / 
M-1000 (#1000 

Production 
performance / 
Value-added 

run)

manual_
downtime.csv

POP / 
Setup log 

sheets

Machine 
(MC) / 
Method 
(MD)

Date, Equip ID, 
Start/End 

timestamp, Down 
reason (Mold 

exchange, Setup 
delay, Alarm)

MC-2000 / 
MD-2000 
(#2000 

Downtime loss / 
SMED 

exchange)

manual_
reject.csv

Vision 
inspection 

logs / 
Excel 
reports

Material 
(MT) / 

Machine 
(MC)

Date, Batch ID, 
Equip ID, Defect 

code (Tearing, 
Cracking, Bleeding, 

Seating error), 
Defect Qty

MT-3000 / 
MC-3000 

(#3000 Defect / 
Quality loss)

manual_
abnormal.csv

PLC 
analog 
sensor 
logs

Machine 
(MC) / 

Factor (MF)

Timestamp, 
Injection peak 

pressure, Nozzle 
temp, Clamping 
force, Plasma 

voltage deviation

MC-4000 / 
MF-4000 
(#4000 

Nonconformity 
/ Operational 
abnormality)

manual_
limit.csv

CAD / 
ERP 

master

Method 
(MD)

Product family, 
Mold cavity 

depth spec, Lens 
curvature radius 
(R), Tolerance 

threshold

MD-1000 - 
MD-4000 
threshold 

(Process control 
baselines & 

SPEC)

manual_
cost.csv

ERP cost 
accounting Cost (CT)

Material scrap 
unit rate, Part unit 

price, Power 
consumption rate, 
Downtime labor 

cost

CT-1000 ~ 
CT-4000 
(Financial 
impact & 

Resource loss)

Table 2 FOMs-based process operation data code system and 
4M physical signal mapping

Operation 
category 
(Patent 

classification)

Standard 
code

Academic definition & 
Process state

Data-linked 
physical signal 
& Source log

Production 
performance 
(Value-added 

operation)

#1000

Pure effective production 
runtime where input 

resources contribute directly 
to standard conforming 

products versus theoretical 
standard cycle time (C/T).

Equipment PLC 
run signal, 

Machine cycle 
time, Output 
pulse count

 

manual_qpr_2025.
csv

Downtime loss 
(Availability 

loss)
#2000

State where equipment is 
available but halted due to 
mold exchange (SMED), 
line changeover, setup 

calibration, or waiting for 
materials.

Real-time tooling 
QR code scan, 
Limit switch 
signal, Error 

alarm timestamp
 

manual_downtime.
csv

Defect loss 
(Quality loss) #3000

Temporal, material, and 
energy resource waste 

incurred by defective parts 
failing dimensional or 

optical inspection criteria 
(tearing, cracking, bleeding, 

seating).

Automated optical 
inspection (AOI) 
vision decision 
signal, Defect 

ejection robot log
 

 manual_reject.csv

Nonconformity 
(Operational 
abnormality)

#4000

Continuous machine 
running state where fine 

process parameters 
(injection pressure, nozzle 

temperature, plasma 
voltage) deviate beyond 
standard control limits.

High-frequency 
analog sensor 

stream, Hydraulic 
pressure sensor, 
Thermocouple 
analog output

 

manual_abnormal.
csv
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적하기 위해 식 (1)과 같이 3개 축을 통합한다.

Qubit Points = 24 Codes (As-Is) × 4M (To-Be) × 6 Items

              = 576 Points (1)

#4000 부적합 미관리 시 18Code × 4M × 6 = 432 Points 축소 

적용, 이를 통해 불량 현상을 설비, 파라미터, 원가 손실 관점에서 

입체적으로 추적한다.

2.4 연속 제조 공정 및 품질 제어 지점
콘택트렌즈 생산 라인의 전체적인 공정 흐름과 각 단계별 제조 

데이터 동기화를 극대화하기 위해 설계된 품질 제어 지점(quality 
gates)의 레이아웃은 Fig. 2와 같다.

Gate 1(molding)은 블루투스 게이지를 통해 금형 규격 데이터를 

실시간 계측하여 성형 치수 정밀도를 모니터링한다. Gate 2(printing)
는 점도계 로그 데이터를 기반으로 잉크 유변학 및 혼합 동기화 

상태를 추적･관리한다. Gate 3(demolding)은 플라즈마 모니터 계

측 데이터와 분산분석(ANOVA)을 활용하여 공정 산포 및 규격 이

동을 감지하고 탈형 불량을 사전에 선별한다. Gate 4(inspection)는 

머신 비전 시스템을 통해 제품 결함 유형을 자동 분류하고 불량 

로그를 생성한다.

3. 품질 변동성 예측 및 동적 재고 적정화 알고리즘
3.1 품질 변동성 지수 (QVt) 수학적 모델링

시점 t에서의 실시간 공정 변동성을 수치화하기 위해 식 (2)의 

품질 변동성 지수(QVt)를 정률화 하였다. 본 지수는 제조업에서 널리 

활용되는 설비종합효율(overall equipment effectiveness, OEE)의 

3대 핵심 손실 요소인 품질 손실(불량), 가동 손실(비가동 정지), 
성능 저하 손실(물리 파라미터 편차) 이론 구조를 공정 변동성 관

점으로 정규화한 복합 품질 지표이다.

QVt = W1 ․ ( Nreject,t ) + W2 ․ ( Σ Tdown,t ) + W3 ․ ΦtNtotal,t Ttotal,t
 (2)

여기서 Nreject,t는 시점 t에서의 불량 발생 수, Ntotal,t는 총 생산량, 
Tdown,t는 이상 비가동 시간, Ttotal,t는 총 가동 시간이다. Φt 공정 

매개변수의 물리적 변동 변수로, 본 연구에서는 사출 성형기의 피

크 보압력과 사출 시간의 표준화된 편차 및 금형 누적 치수 편차를 

나타낸다. W1, W2, W3는 현장 전문가의 평가와 AHP 분석을 거쳐 

수립된 가중치 계수로서, ∑wi = 1.0을 만족한다. 공정 매개변수 

변동량 Φt는 사출 압력, 노즐 온도 등 초 단위 시계열 로그에 이동

평균 및 지수평활 기반의 추세 변동 알고리즘을 적용하여 산출된

Fig. 2 Contact Lens Continuous Manufacturing Process and Quality 
Gates

Table 3 Classification of AI DX FOMs cycle maturity levels 
(FOM-maturity) and empirical implementation scope

Lv. 1 
Record

(0 ~ 20 pts)

Basic logging
Manual paper & 
Standalone excel

Partial #1000 
output; unlinked 
downtime logs; 

G1/G2/G3 losses 
unquantified

Pre-project 
baseline

Human error 1.2%, 
delayed post-shift 
entry, fragmented 

logs
Lv. 2 

Connect
(21 ~ 40 pts)

Data Integration
PLC, MES, POP & 
ERP interfacing

FOM 
standardization   
(#1000~#3000, 

4M); G1 tracked; 
G2 loss partly 

captured

As-Is (33.3 pts)
Bluetooth dial 
gauge (1 µm); 

8standard cells; 
85% data integrity

Lv. 3 
Analyze

(41 ~ 60 pts)

Multi-Dimensiona
l analysis 

FOM-Qubit 576 
correlation & 
Time-series

576 Qubit points 
structured (4M×6); 

G1/G2/G3 
mapped; 

QVt computed

To-Be 
(58.3 pts / Lv. 3.5)
14 standard cells 

active; defect 1.7% 
→ 0.6%; 

closed-loop SSt 
verified

Lv. 4 
Predict

(61 ~ 80 pts)

AI decision support
predictive 

modeling & 
Gen-AI root cause

Predictive QVt 
(#4000 detection); 

automated 
parameter 

recommendation

In-Scope extension
time-lag (35m) 
verified (MAE 
0.042, RMSE 

0.058); 
AI framework 

formulated
Lv. 5 

Autonomous
(81 ~ 100 pts)

AI agent operation
closed-loop 
control & 

Digital twin

Full 24 standard 
cells active; 
parameter 

self-correction; 
continuous 

self-learning

Future expansion
Multi-agent 

autonomous smart 
factory & FaaS 
cloud ecosystem
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다. 가중치 계수 W1, W2, W3는 공정･품질 엔지니어 및 생산 작업

자 10인의 이원비교 설문을 기반으로 도출하였으며, 일관성 비율

을 검증하여 신뢰성을 확보하였다. W1는 사후 불량률, W2는 이상 

비가동률, W3은 물리 매개변수 변동 편차로 설정하였다. 값은 

W1=0.40, W2=0.30, W3=0.30, 일관성 비율(CR=0.032<0.10) 이
다. 이를 통해 사후 결과 중심의 불량 지표뿐만 아니라 선행 공정 

파라미터의 미세 변동이 QVt 지수에 균형 있게 반영되도록 설계

하였다. 추출된 시계열 QVt 지수의 차기 변동성을 예측하기 위한 

모델은 시간 종속성을 효과적으로 학습하는 Long Short- Term 
Memory (LSTM) 신경망을 채택하였으며, 입력 윈도우 30개 시

점, 은닉층(64-32 노드, Dropout 0.2), Adam 옵티마이저(학습률 

0.001, 배치 크기 32) 조건으로 학습을 진행하였다.

3.2 (300번) FOM-Maturity 제조운영 성숙도 평가 모델
24개 표준 데이터 셀의 관리 정합성(Celli 관리 1점, 미관리 0점)

을 환산점수(100점 만점)로 산출하여 운영 성숙도를 5단계로 분류

한 것이 식 (3), Table 3 이다.

Maturity Score = 

∑  
 Celli

×  (3)

Table 3에서 QVt는 0~1로 정규화된 지수이다. QVt 예측 모

델의 정밀도를 정량적으로 검증하기 위해 평균절대오차(mean 
absolute error, MAE)와 평균제곱근오차(root mean squared 
error, RMSE)를 평가지표로 정의한다. MAE(0.042)는 평균 

4.2%의 오차 수준을 나타내며, RMSE(0.058)와 MAE의 근접

성은 극단적 이상 예측 오차가 배제된 높은 예측 신뢰성을 의미

한다.

4. 실증 사례 연구

4.1 실증 현장 및 금형 정밀도 개선
사출 성형 공정의 치수 변동을 원천적으로 제어하기 위해 하몰

드 Cavity를 탑재하는 Holder 및 Ring core 등 금형 카세트의 

정밀 치수 이력을 자산화 하였다. 기존에 작업자가 계측치를 성적

서에 수기 작성하고 사후 입력하던 비효율성과 오기입에 의한 데

이터 왜곡(human error 비율 약 1.2%)을 전면 해결하기 위해 정

밀도의 빌트인 블루투스 다이얼 게이지 계측 시스템을 구축하였다 

(Table 4).
금형 치수 데이터는 블루투스 정밀 게이지(Gate 1)를 통해 실시

간 수집되었다. 계측 데이터의 반복 측정 오차 및 표준편차가 0.3 
이내로 관리됨에 따라, 3 기준 최대 치수 편차가 공차 범위를 만족

하여 급 초정밀 품질 정밀도가 확보됨을 확인하였다.

4.2 사출 공정 파라미터 최적화 
하몰드 Cavity 내 수축률 불균형과 성형 편차를 해소하기 위해 

압력, 온도, 속도, 시간, 위치 등 5대 사출 주요 제어 파라미터를 

Table 4 Mold dimensional precision & measurement system 
performance

Control item
Before 

improvement
(As-Is)

After 
improvement

(To-Be)

Quantitative 
improvement 

results

Holder & Ring
cumulative
deviation

Cumulative bias of
 93 μm occurred

Cumulative 
deviation 

controlled within 
17 μm

76 μm bias 
reduction & 

tolerance secured

Ring core 
height 

deviation

Deviation of 85 μm
across 12 Cavities

Precision 
machining
& uniform 
placement 
completed

Minimized 
filling variation 
across cavities

Measurement 
data 

acquisition 
system

Paper-based 
recording

& Post-hoc manual 
entry

Real-time 
automatic 

transmission via 
Bluetooth gauge

Measurement 
time reduced by 
60%, input error 

rate 0%

Table 5 Optimization of Key Injection Molding Process Parameters

Control 
parameter Unit

Baseline 
condition
(As-Is)

Optimal 
T24 

condition
(To-Be)

Parameter adjustment 
effect

Nozzle 
temperature °C 180 210 +30°C increase

(Secures resin fluidity)

Mold 
temperature °C 55 65

+10°C increase 
(Prevents short shots & 

Flow marks)

Holding 
pressure kgf/cm2 550 450

-100 kgf/cm2 reduction 
(Suppresses overfill 

flash / burrs)
Holding 
speed mm/s 45 10 -35 mm/s reduction

(Prevents gate backflow)
V-P 

switchover 
position

mm 12 9
-3 mm advance 

(Reduces machine error 
at switchover)

Injection 
time sec 0.64 0.21

-0.43 sec reduction
(Uniform high-speed 

injection filling)

Injection 
pressure kgf/cm2 550 450

-100 kgf/cm2 reduction
(Minimizes mold 
residual stress)

Flash time sec 0.21 0.00
-0.21 sec elimination
(Optimizes injection 

cycle)
Radius 

deviation 
variance

μm 3.4 1.4 2.0 μm dimensional 
variance reduction
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다각도로 조정하며 총 43회의 시사출(try) 테스트를 수행하였다. 
그 결과 도출된 최적 사출 조건(T24 조건)과 기존 양산 조건의 

비교 데이터는 Table 5와 같다.

5. 실증 결과 분석 및 고찰
5.1 시계열 예측 성능 및 품질 개선 효과

1,388개 양산 배치 데이터를 바탕으로 시계열 분석을 수행한 결

과는 다음과 같다.
① 선행 시차(time-lag) 규명: 교차 상관 분석(cross-correlation) 

결과, #4000 부적합 파라미터의 QVt 지수가 상승한 후 #3000 
외관 결함이 비전 검사기에서 집중 검출되기까지 약 35분 (3배

치 시차, peak lag k=3)의 선행 시차를 입증하였다(r = 0.782, 
p < 0.001).

② 예측 정밀도 및 기존 알고리즘 비교 검증: 시계열 QVt 예측 

엔진은 실제 양산 불량 지표 대비 MAE 0.042, RMSE 0.058의 

높은 정밀도를 기록하였다. 객관적 성능 검증을 위해 동일 데이터

셋에서 통계 시계열(ARIMA), 머신러닝(random forest), 기존 딥

러닝(GRU)과 비교한 결과는 Table 6과 같다. 제안한 LSTM 모델

은 공정의 비선형 동특성을 가장 잘 반영하여 ARIMA 대비 

RMSE 기준 64.8%, Random Forest 대비 44.2%의 오차 감축 

효과를 달성하였다.
③ 치수 및 진원도 개선: 최적 T24 조건 적용 후 Cavity별 사출 

두께 표준편차가 1.376 µm에서 0.649 µm로 52.83% 감소하였

고, 몰드 최대 진원도 오차는 9.10 µm에서 2.95 µm 이하로 

67.58% 개선되었다(Table 7).
④ 불량률 감축 및 수율 향상: 사출 압력, 금형 온도, 보압 시간 

등 열･유동 공정변수에 기인한 결함이 개선되어 700개 배치당 평

균 결함 수량이 12개에서 4개로 감축되어 배치 불량률이 1.7%에

서 0.6%로 대폭 감소(64.7% 감소, p < 0.05)하였고 최종 평균 

수율은 98.3%에서 99.4%로 향상되었다(Table 8).

5.2 물리적 경시 변화 및 후공정 동적 공차 보정
사출 공정 이후 후속 표면 가공과 시간이 흐름에 따라 고분자 

몰드가 수축 및 팽창하는 물리적 메커니즘을 규명하고, 이를 제품 

설계 SPEC에 자동으로 상쇄 반영하는 “동적 공차 보정 제어 루

프”를 정립하였다. 시간 경과에 따른 수축량(경시 변화) 선제 상

쇄는 사출 완료 후 인쇄 및 조립 공정에 투입되기까지 대기 시간 

동안 하몰드 깊이가 고분자의 안정화 과정으로 인해 평균 4 µm
씩 자연 수축하는 물리적 일관성을 확인하였다. 이러한 경시 수축

이 완제품의 중심 두께 편차를 흐트러뜨리는 것을 막기 위해, 상
하몰드 깊이 SPEC의 타겟 관리 중심선을 기존 ±0.020에서 수축

량을 미리 감안한 -0.005 / -0.015로 미세하게 평행 이동하여 조

립 시점에서의 공차를 선제적으로 제어하였다. 화학적 플라즈마 

Table 6 Performance comparison of time-series forecasting 
algorithms

Category Algorithm/  
Model

MAE RMSE Key characteristics & Remarks

Traditional
statistics

ARIMA
(2, 1, 2)

0.128 0.165 Captures linear trends; limited in 
reflecting complex non-linear 

fluctuations.

Machine
learning

Random
forest

0.076 0.104 Ensemble tree-based regression; 
inherently lacks explicit temporal 

sequence modeling.

Convention
al deep 
learning

GRU 0.054 0.074 Recurrent neural network 
baseline; models sequential 

dependencies.
Proposed

model
Proposed

(LSTM-based 
QVt engine)

0.042 0.058 Achieved the lowest prediction 
error (up to 64.8% error 

reduction over the baseline).

Table 7 Improvement results of injection molding dimensional 
accuracy and geometric roundness

Collected analysis 
item

Before 
improvement 

(As-Is)

After 
improvement 

(To-Be / T24)

Improvement 
rate (%)

Statistical 
significance 

(p-value)
Lower mold 

injection thickness 
standard deviation 

(σ)

1.376 μm 0.649 μm 52.83% 
reduction p < 0.01

Mold max outer 
Diameter roundness 
error (Roundness)

9.10 μm 2.95 μm 67.58% 
reduction p < 0.01

Mold shrinkage 
dimensional variance 

across cavities 
(Range)

11.4 μm 4.2 μm 63.16% 
reduction p < 0.05

Table 8 Statistical analysis of defect rate and final yield for 
1,388 validated batches

Quantitative 
metric item

Before
improvement 

(As-Is)

After
improvement 

(To-Be)

Net 
performance

variance

Test value
(p-value)

Average defect 
quantity per Batch

(per 700 units)
12.0 units 4.0 units

-66.67% 
(8 units 

reduction)
p < 0.05

Batch-level 
average defect rate 

(Defect Rate)
1.7% 0.6% -1.1%p 

reduction p < 0.05

Process final 
average yield
(Batch yield)

98.3% 99.4% +1.1%p
increase p < 0.01
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표면 처리에 따른 팽창량 보정은 렌즈의 표면을 친수성으로 개질

하기 위한 플라즈마 방전 공정 통과 시, 렌즈의 곡률 반경이 약 

0.02 mm (20 µm)씩 팽창하는 정량적 물리 현상을 도출하였다. 
또한 설비 분산 분석을 통해 각 설비 챔버(6호기 대 24호기) 간
에 최대 0.03mm(30 µm)의 미세 전압 편차(p < 0.01)가 발생하

여 품질 변동을 야기함을 규명하였다. 이에 따라, 설비 호기별 

압력 변동값과 실시간 연계하여 SPEC 값을 -0.004 / +0.006 
범위로 동적 자동 보정함으로써 공정 수율 저하를 선제적으로 

차단하였다.

5.3 품질 예측 기반의 경제적 효과 및 ESG 가치
시계열 QVt 예측을 통한 #4000 선행 부적합 감지 및 최적화

(T24, 공차 보정) 적용은 공정 내 폐기 및 손실 비용을 대폭 절감시

켰다. 원료 폐기 절감(연 0.81억 원), 전력비 절감(연 0.41억 원), 
재작업 및 불량 선별 자동화 인력 절감(연 2.40억 원)을 합산하여 

연간 총 3.62억 원의 순제조원가 절감 효과를 달성하였다. 아울러, 
성형 불량 감소에 따른 사출기 재가동 전력 낭비를 차단함으로써 

연간 139,011 kg･CO2eq의 탄소 배출을 저감(소나무 33,679그루 

식재 효과)하여 품질 지능화가 친환경 ESG 제조 경쟁력으로 직결

됨을 확인하였다.

6. 결 론
본 연구는 ‘FOMs 기반 제조데이터 표준화를 통해 사출 공정의 

#4000 부적합 신호로 #3000 최종 불량을 얼마나 선행 예측할 수 

있는가?’라는 핵심 연구 질문을 설정하고, AI DX FOMs Cycle을 

적용하여 실증하였다. 주요 결론은 다음과 같다.
첫째 (표준화), 100번 FOM-Assist를 통해 이종 현장 데이터를 

4개 운영코드와 6M 관리항목으로 결합한 24개 표준 데이터 셀 

체계를 구축하여 데이터 신뢰도를 85%에서 95%로 향상시켰다.
둘째 (다차원 추적), 200번 FOM-Qubit을 통해 576개 분석 포

인트를 형성함으로써 공정 파라미터 변동이 설비 및 품질 손실로 

전이되는 메커니즘을 입체적으로 규명하였다. 
셋째 (선행 예측), 공정 간 시계열 교차상관분석을 통해 #4000 

사출공정과 #3000 후속공정 간 35분의 유의미한 지연 시차

(r=0.782)를 확인하였다. 본 연구에서는 이를 단순 상관성 또는 

설비 응답 지연으로 비약하지 않고, 콘택트렌즈 사출 1Shot의 물

리적 사이클 타임(초 단위)과 탈형 후 안정화･경화 및 트레이 이송

에 소요되는 공정 간 물류 리드타임을 연계하여 분석하였다. 이를 

통해 해당 지연이 설비의 물리적 응답 지체보다는 공정 간 재공

(WIP) 버퍼 및 물류 흐름에 기인한 동기화 지연임을 구명하였으

며, 사출 조건 이상 감지 시 후공정 대응을 위한 최적의 사전 제어 

골든타임(lead time window)을 35분으로 특정할 수 있는 실증적 

근거를 제시하였다.
넷째 (공정 개선 및 성숙도), 예측 모델과 연계한 T24 최적 사출 

및 동적 공차 보정을 1,388배치에 적용하여 불량률을 1.7%에서 

0.6%로 64.7% 감축시켰고, 연간 3.62억 원의 원가 절감과 함께 

운영 성숙도를 Lv.2에서 Lv.3.5로 격상시켰다. 
향후 과제로는 본 연구에서 입증된 공정 내 QVt 선행 예측 모델

을 공급망(SCM) 영역으로 확장하여 수율 연동형 동적 안전재고

(SSt) 최적화 알고리즘과 결합하고, 생성형 AI 기반의 400번 

FOM-AI 및 500번 FOM-Agent 자율제어 엔진으로 고도화할 계

획이다.
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